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El Golem

Si, (como el griego a�rma en el Cratilo) el nom bre es arquetip o de la

cosa, en las letras de r osa está la rosa y to do el Nilo en la palabra

Nilo .

Y, hec ho de consonan tes y v o cales, habrá un terrible Nombr e , que la

esencia cifre de Dios y que la Omnip otencia guarde en letras y sílabas

cabales.

A dán y las estrellas lo supieron en el Jardín. La herrum bre del p ecado

(dicen los cabalistas) lo ha b orrado y las generaciones lo p erdieron.

Los arti�cios y el candor del hom bre no tienen �n. Sab emos que h ub o

una día en que el pueblo de Dios buscaba el Nom bre en las vigilias

de la judería.

No a la manera de otras que una v aga som bra insin úan en la v aga historia,

aún está v erde y viv a la memoria de Judá León, que era rabino en

Praga.

Sedien to de sab er lo que Dios sab e, Judá León se dio a p erm utaciones

de letras y complejas v ariaciones y al �n pron unció el Nom bre que es

la Clave ,

la Puerta, el Eco, el Huésp ed y el P alacio, sobre un m uñeco que con

torp es manos labró, para enseñarle los arcanos del las Letras, del

Tiemp o y del Espacio.

El sim ulacro alzó los soñolien tos párpados y vio formas y colores que no

en tendió, p erdidos en rumores, y ensa y ó temerosos mo vimien tos.

Gradualmen te se vio (como nosotros) aprisionado en esta red sonora de

A ntes, Después, A yer, Mientr as, A hor a, Der e cha, Izquier da, Y o, Tú,

A quel los, Otr os.

El cabalista que o�ció de n umen a la v asta criatura ap o dó Golem . (Estas

v erdades las re�ere Sc holem en un do cto lugar de su v olumen.)

El rabí le explicaba el univ erso (Esto es mi pie; esto el tuy o; esto la

soga) y logró, al cab o de años, que el p erv erso barriera bien o mal la

sinagoga.

T al v ez h ub o un error en la grafía o en la articulación del Sacro Nom bre;

a p esar de tan alta hec hicería, no aprendió a hablar el aprendiz de

hom bre.
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Sus o jos, menos de hom bre que de p erro y harto menos de p erro que

de cosa, seguían al rabí p or la dudosa p en um bra de las piezas del

encierro.

Algo anormal y tosco h ub o en el Golem, y a que a su paso el gato del

rabino se escondía. (Ese gato no está en Sc holem p ero, a tra v és del

tiemp o, lo adivino.)

Elev ando a su Dios manos �liales, las dev o ciones de su Dios copiaba o,

estúpido y sonrien te, se ah uecaba en cónca v as zalemas orien tales.

El rabí lo miraba con tern ura y con algún horror. ¾Comó (se dijo) pude

engendr ar este p enoso hijo y la inac ción dejé, que es la c or dur a?

¾Por qué di en agr e gar a la in�nita serie un símb olo más? Por qué a la

vana madeja que en lo eterno se devana, di otr a c ausa, otr o efe cto y

otr a cuita?

En la hora de angustia y del luz v aga, en su Golem los o jos detenía.

¾Quién nos dirá las cosas que sen tía Dios, al mirar a su rabino en

Praga?

Jorge Luis Borges, 1958.
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Le Golem

Si (comme a�rme un Grec dans le Crat yle) Le nom est arc hét yp e de la

c hose, Dans les lettres du mot r ose est la rose Et le Nil tout en tier

dans le mot Nil .

Alors, fait de consonnes et de v o y elles, Doit exister un Nom terrible qui

condense L'Être de Dieu et sa T oute-Puissance En lettres et syllab es

essen tielles.

Il fut conn u d'A dam et des étoiles, Dans le Jardin. La Cabbale prétend

Que la rouille du p éc hé le couvrit d'un v oile Et qu'il fut p erdu p our

les générations.

L'industrie de l'homme n'a pas de limites, Ni sa candeur. Nous sa v ons

qu'arriv a Un temps où le p euple de Dieu c herc ha Le Nom duran t ses

v eilles israélites.

Plus sûre que celles par qui un v ague F an tôme est glissé dans la v ague

histoire, V erte et viv e demeure la mémoire de Juda Lö w, qui fut

rabbin à Prague

Assoi�é de sa v oir ce que Dieu sait, Ce Lö w se v oua aux substitutions De

lettres, aux di�ciles p erm utations, Si bien qu'un jour il prononça, Le

Nom qui est

La Clef, la P orte et l'Hôte, la Demeure et la Grâce. Ce fut p our enseigner

à un pan tin Mo delé par ses maladroites mains, Le secret de Lettres,

du T emps et de l'Espace.

L'e�gie, en trouvran t ses y eux somnolen ts, P erçut sans les comprendre

formes et couleurs, Confusémen t comme autan t de rumeurs, Puis se

risqua aux premiers mouv emen ts.

Graduellemen t (tout comme nous), elle se vit Prisonnière de ce réseau

sonore : A v an t, Après, Hier. Main tenan t, Encore, En v ers et Endroit,

Moi et T oi, T oi et Lui.

(Le Cabbaliste qui faisait o�ce de dieu A sa créature donna p our nom

Golem : Ce son t là v érités que rapp orte Sholem En certain c hapitre

de son ouvrage pieux)

Le Rabbin lui expliquait l'univ ers : V oici Une corde, ceci est mon pied,

cela le tien. Après des années, le monstre réussit A bala y er la syna-

gogue, mal ou bien.
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P eut-être Lö w s'était-il un p eu tromp é Dans l'articulation ou bien dans

la graphie Du Nom. Malgré si haute sorcellerie, L'Hommoncule-

appren ti n'apprit pas à parler.

Ses y eux, qui sem blaien t moins d'homme que de c hien, Et bien moins en-

core de c hien que de c hose, S'attac haien t au Rabbin dans la p énom bre

close Et douteuse des pièces de sa maison.

Quelque c hose ainsi clo c hait dans le Golem. De fait, le c hat du v oisin se

cac hait. A son passage. (Le c hat n'est pas dans Sholem, Mais deviné

par moi à tra v ers la durée.)

Il élev ait v ers Dieu des mains �liales, Imitan t les dév otions de son pro-

pre dieu. Sourian t et stupide, il se creusait En conca v es rév érences

orien tales.

Le Rabbin le regardait a v ec tendresse Et non sans quelque horreur. Il se

disait : Comment A i-je pu engendr er c e lamentable enfant, Et quitter

le non-agir, qui est la sagesse ?

Pour quoi me vint-il l'idé e d'ajouter A la série sans �n un symb ole inu-

tile ? Et au vain é cheve au que l'éternité �le, D'autr es maux, d'autr es

c auses, d'autr es e�ets ?

A l'heure de l'angoisse et de la clarté v ague Sur son Golem, il laissait

s'attarder ses y eux. Qui nous dira les sen timen ts qu'éprouv ait Dieu.

Con templan t Rabbi Lö w, sa créature à Prague ?

Jorge Luis Borges, 1958.

L'auteur et autres textes . P aris, Gallimard 1965. T raduction par Roger Caillois.

Je remercie M. Iv an Almeida
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, qui m'a cordialemen t transmis cette traduction.
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J.L.Bor ges Center for Studies and Do cumentation , Aarh us Univ ersit y
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Chapitre 1
In tro duction

L a classi�cation est l'attribution d'une classe sp éci�que à un ob jet donné. Cette at-

tribution a b esoin d'un certain degré d'abstraction p our p ouv oir extraire des généra-

lités à partir des exemples don t on disp ose.

P our une mac hine, la classi�cation de visages, de données médicales, de formes,

son t toutes des tâc hes assez di�ciles. P ar exemple, dans le cas de la reconnaissance

de caractères man uscrits, il est di�cile d'énoncer une description générale qui tien-

ne compte de toutes les v ariations particulières de c haque caractère. Une autre

appro c he qui p eut être utilisée p our cette tâc he est celle de l'appren tissage. Ainsi,

le critère p our décider si une image corresp ond ou non à une lettre ' A ' consiste à

comparer si cette image est su�samment similair e à des ' A ' vus aupara v an t. De ce

p oin t de vue, on ne calcule pas la classi�cation de caractères : elle doit être apprise

à partir d'exemples.

Ces dernières années, de nouv elles tec hniques neuronales d'appren tissage on t été

dév elopp ées. Cet appren tissage a v ec des réseaux de neurones se fait actuellemen t

en suiv an t deux appro c hes : certains algorithmes comme la Rétropropagation du

Gradien t on t b esoin d'in tro duire a priori le nom bre et la connectivité des unités

cac hées et déterminer les p oids des connexions par minimisation d'un coût. Le

réseau ainsi obten u est év en tuellemen t élagué.

A v ec une appro c he constructiv e on apprend en même temps le nom bre d'unités

et les p oids, dans le cadre d'une arc hitecture �xée, commençan t généralemen t a v ec

une seule unité.

Le but de cette thèse est de présen ter de nouv elles heuristiques p our générer,

d'une manière constructiv e, des réseaux de neurones p our la classi�cation. Elles

p ermetten t de générer des réseaux à une seule couc he cac hée complètemen t connec-

tée aux unités d'en trée, et un neurone de sortie connecté aux unités cac hées. Les

neurones cac hés et de sortie son t des unités binaires, p ouv an t faire soit des sépara-

tions linéaires, soit des séparations sphériques. Ces heuristiques son t couplées a v ec
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Chapitre 1. In tro duction

des algorithmes d'appren tissage p our le p erceptron, Minimerror-L p our les sépara-

tions linéaires et Minimerror-S p our les séparations sphériques.

Ainsi, nous a v ons dév elopp é trois algorithmes constructifs, qui di�éren t suiv an t

le t yp e de neurones cac hés et aussi suiv an t la dé�nition des cibles que ceux-ci doiv en t

apprendre. P endan t le pro cessus d'appren tissage, des neurones cac hés en traînés p our

apprendre ces cibles v on t dimin uer le nom bre d'erreurs de classi�cation du neurone

de sortie. Les réseaux ainsi bâtis on t généralemen t moins de paramètres (p oids) et

généralisen t mieux que les réseaux en traînés a v ec d'autres algorithmes.

La thèse est organisée de la manière suiv an te : dans le Chapitre 2 nous présen-

tons les problèmes de la régression et de la classi�cation, et nous in tro duisons la

notation utilisée dans le reste du mémoire. Des questions sur l'appren tissage et la

généralisation son t ab ordées du p oin t de vue théorique.

La métho de de Rétropropagation du Gradien t et ses v ariations, ainsi que l'état

de l'art des heuristiques constructiv es son t présen tés au Chapitre 3.

L'algorithme d'appren tissage Minimerror, p our le p erceptron simple, dans ses

v ersions à activ ation linéaire (Minimerror-L) et à activ ation sphérique (Minimerror-

S) est décrit au Chapitre 4. Les p erformances sur quelques exemples académiques

son t présen tées.

Une description formelle des trois nouv elles heuristiques de croissance : Mono-

plan, NetLines et NetSphères est présen tée et illustrée par des exemples simples, au

Chapitre 5. Une généralisation qui p ermet l'application pratique des algorithmes à

des problèmes à plus de deux classes y est prop osée.

Des comparaisons a v ec des résultats obten us par d'autres algorithmes d'appren-

tissage sur plusieurs problèmes étalon ( b enchmarks ), sur la base de l'erreur de

généralisation et du nom bre de paramètres du réseau, son t présen tées au Chapitre 6.

La conclusion est présen tée au Chapitre 7, où nous suggérons aussi des dév elopp e-

men ts futurs.

Quatre annexes complèten t le man uscrit. Le premier décrit les algorithmes

d'appren tissage et les heuristiques de croissance ; le deuxième présen te un théorème

de con v ergence ; le troisième présen te le pseudo-co de de plusieurs algorithmes con-

structifs et un dernier sur le thème du biais et de la v ariance.
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Chapitre 2
Appren tissage et réseaux de neurones

2.1 In tro duction

D a ns ce c hapitre nous in tro duisons les paradigmes de l'appren tissage sup ervisé de

la classi�cation de données et de la régression, ainsi qu'une brèv e in tro duction aux

réseaux de neurones et à la notation utilisée dans ce mémoire.

En e�et, les réseaux de neurones on t été appliqués a v ec succès à l'appren tissage

de tâc hes de classi�cation et d'appro ximation de fonctions. P our situer les pro-

cessus d'appren tissage et de généralisation dans un cadre théorique, deux grandes

appro c hes son t présen tées : celle issue de la théorie de l'appren tissage de V apnik

(qui considère le cas le pire), et celle de la mécanique statistique, qui considère le

cas t ypique au même sens que l'appro c he géométrique de Co v er. Une discussion sur

le surappren tissage et son impact en problèmes de classi�cation et de régression est

présen tée à la �n du c hapitre.

2.2 Régression et classi�cation

� Qu'est-c e qu'appr endr e ? L'appren tissage est le pro cessus d'adaptation des

paramètres d'un système p our donner une rép onse désirée à une en trée ou

stim ulation quelconque.

� Comment formalise-t-on thé oriquement le pr oblème de l'appr entissage ? Il est

habituel de le présen ter en utilisan t le paradigme du professeur et de l'élèv e. De

façon conceptuelle, on admet qu'il existe un pr ofesseur qui connaît la relation

exacte en tre toutes les en trées et leurs sorties, mais le réseau élève ne connaît

pas cette relation (�gure 2.1). Si l'élèv e et le professeur son t exp osés à une

même en trée, le professeur est capable d'indiquer à l'élèv e la rép onse désirée.

Les paramètres (dans le cas des réseaux de neurones, le nom bre de neurones et

13



Chapitre 2. Appren tissage et réseaux de neurones

Vrai classet

Mesure d'erreur

Algorithme d'apprentissage

Classifieur

Superviseur

Entrées

Classe estimée z

x

Figure 2.1: Le paradigme (en problèmes de classi�cation) du professeur-élèv e de

l'appren tissage sup ervisé.

les p oids) de l'élèv e doiv en t être a justés p our donner la même rép onse que celle

du professeur. Cet a justemen t, l'appren tissage, est réalisé en général de façon

itérativ e, en minimisan t une mesure de l'erreur, jusqu'à ce que le réseau-élèv e

puisse ém uler aussi bien que p ossible le professeur.

� Comment se pr ésentent les exemples dans les pr oblèmes r é els ? Nous n'a v ons

que des données, dép endan tes de c haque problème, et on supp ose qu'il existe

une fonction sous-jacen te en tre les en trées et les sorties. Ces données son t aussi

conn ues comme exemples .

Nous représen tons ces en trées par des v ecteurs de N comp osantes

~

� = f �

1

; �

2

; � � � ; �

N

g

qui appartiennen t à un espace de dimension N , l'esp ac e des entr é es . Ces com-

p osan tes p euv en t prendre des v aleurs binaires, en tières (ordinales ou catégoriques

sans un ordre particulier) ou réelles, suiv an t le problème. La sortie corresp ondan te

est représen tée par un scalaire � .

Dans les problèmes de régression, � prend des v aleurs con tin ues. En classi�ca-

tion, c haque v ecteur

~

� appartien t à une classe � = f (

~

� ) et alors � est une v ariable

discrète. En princip e, il est p ossible de traiter des problèmes de classi�cation à un

nom bre de classes quelconque, mais par souci de simplicité, dans ce qui suit, nous

allons nous restreindre à des problèmes à deux classes, co dées +1 et � 1 . Nous ab or-

derons au Chapitre 5 les problèmes pratiques p osés lorsque le nom bre de classes est

sup érieur à deux.

14



2.2. Régression et classi�cation

L'ensem ble d'exemples don t on disp ose, app elé l'ensemble d'appr entissage , con-

siste en P couples d'en trée-sortie (

~

�

�

; �

�

) ; � = 1 ; � � � ; P où les sorties �

�

(les classes)

son t conn ues. Dans les appro c hes théoriques on dit, de façon imagée, qu'elles on t

été fournies par le professeur. Nous dénoterons cet ensem ble L

�

= f (

~

�

�

; �

�

) ; � =

1 ; � � � ; P g , où :

� =

P

N

(2.1)

que nous app ellerons tail le r é duite de l'ensem ble d'appren tissage, représen te la pro-

p ortion d'exemples par rapp ort à la dimension N des en trées. Dans les appro c hes

théoriques décrites ci-après, on supp ose généralemen t que les exemples son t des v a-

riables aléatoires indép endan tes et iden tiquemen t distribuées ( i.i.d. ), don t la densité

de probabilité est P (

~

�

�

; �

�

) .

La régression

Un problème de régression p eut aussi être traité comme un problème d'apprentissage

sup ervisé. Si on supp ose qu'il y a une certaine relation en tre les en trées

~

� et la sortie

� , décrite par la fonction :

�

�

= f (

~

�

�

) + �

�

(2.2)

où �

�

représen te le bruit (à cause des p ossibles erreurs commises dans les mesures)

des éc han tillons, supp osé de mo y enne n ulle et indép endan t des

~

�

�

. La fonction f est

inconn ue. Le problème consiste à appro c her la fonction f en ne disp osan t que d'un

ensem ble d'appren tissage L

�

. Au lieu de c herc her une solution qui passe par tous

les p oin ts ou interp olation , on v a plutôt c herc her des solutions appro c hées a v ec un

certain degré de tolérance ; c'est-à-dire, une r é gr ession .

Un problème d'appro ximation est mal p osé [16] s'il ne v éri�e pas toutes les

conditions suiv an tes :

� Il existe une solution au problème.

� La solution est unique.

� La solution est stable : de p etites p erturbations dans les en trées en traînen t de

p etites p erturbations de la solution.

Dans le cas de l'in terp olation à partir d'un ensem ble de données, il p eut ne

pas exister de solution ; par exemple si deux v ecteurs d'en trée égaux on t des sorties

di�éren tes. En outre, l'information présen te p eut ne pas être su�san te et �nalemen t

la solution trouv ée p eut s'a v érer instable, comme dans le cas de l'appro ximation

p olynomiale.
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Chapitre 2. Appren tissage et réseaux de neurones

La classi�cation

Nous supp osons qu'il existe une certaine relation en tre les en trées et la sortie qui est

décrite par la fonction :

�

�

= f (

~

�

�

+ ~ �

�

) (2.3)

Dans ce cas, la sortie � ne prend que des v aleurs discrètes, qui corresp onden t à

des étiquettes ou classes. Ici, la dé�nition du bruit � est prise en compte dans un

autre sens : en e�et, le bruit n'agit pas sur les sorties de la même manière que p our la

régression (puisqu'il s'agit ici de classes), mais plutôt dans les en trées. L'h yp othèse

d'un p etit bruit additif à la sortie comme en (2.2) n'est plus v alable, car la somme

f (

~

�

�

) + ~ �

�

doit être +1 ou � 1 , ce qui supp ose des con train tes très fortes sur ~�

�

. Nous

allons considérer que les classes des exemples de L

�

on t été correctemen t attribués.

Nous allons illustrer cette form ulation par un exemple issu du domaine médical,

celui du diagnostic du cancer du sein, qui est discuté en détail au Chapitre 6. Depuis

1988, l'Univ ersité du Wisconsin alimen te une base a v ec des données médicales con-

cernan t des prélèv emen ts cytologiques [106 ] (épaisseur, uniformité de la taille et de

la forme des cellules, etc.) a v ec leurs diagnostics : b énin ou malin. Chaque exemple

est décrit par N = 9 attributs co dés a v ec des en tiers qui prennen t des v aleurs en tre

1 et 10. La base con tien t 699 exemples, don t 16 son t incomplets, car il leur manque

un attribut.

A ttributs Signi�cation

�

1

Épaisseur de l'éc han tillon

�

2

Uniformité de la taille

�

3

Uniformité de la forme

�

4

A dhésion marginale

�

5

T aille cellule épithéliale

�

6

No y aux

�

7

Chromatine terne

�

8

Nucleoli normal

�

9

Mitose

T ables 2.1: Les 9 attributs des données p our le diagnostic du cancer du sein (données

de l'Univ ersité du Wisconsin).

Ce problème p eut être formalisé comme un problème de classi�cation par ap-

pren tissage sup ervisé, a v ec P = 699 exemples

~

�

�

= f �

�

1

; �

�

2

; � � � ; �

�

9

g ; � = 1 ; � � � ; P ,
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2.3. Neurones à fonction d'activ ation linéaire et sphérique

dans un espace de dimension 9, don t la classe est � = � 1 p our les cas b énins, � = +1

p our les cas malins (l'attribution de � 1 p our c haque classe est arbitraire). Dans le

tableau 2.1 nous présen tons les 9 attributs mesurés. Cet exemple sera d'ailleurs

utilisé comme problème étalon au Chapitre 6, où nous considérons le problème des

attributs manquan ts.

2.3 Neurones à fonction d'activ ation linéaire et sphé-

rique

Le neurone formel (ou p erceptron) de McCullo c h et Pitts [69] utilisé actuellemen t

dans la plupart des mo dèles connexionnistes, est un automate à deux états : actif

ou inactif , qu'on p eut mo déliser par une v ariable binaire co dée � = f� 1 ; +1 g ou par

s = f 0 ; 1 g . Evidemmen t les deux con v en tions son t équiv alen tes, le passage de l'une

à l'autre p ouv an t se faire par le c hangemen t de v ariables :

� = 2 s � 1 (2.4)

Dans ce qui suit, nous adopterons la première con v en tion, et nous app ellerons

tout simplemen t � l'état de sortie du neurone. Cet état dép end de l'ensem ble des

N signaux d'en trée

~

� , comme on le mon tre dans la �gure 2.2. Chaque lien en tre

un signal d'en trée i et le neurone représen te un p oids ou e�c acité synaptique , qui

est caractérisé par un nom bre réel w

i

, app elé parfois c ouplage . Ces p oids p euv en t

prendre des v aleurs p ositiv es ou négativ es.

Le neurone formel est donc constitué des élémen ts suiv an ts (�gure 2.2) :

� 1. Les en trées ( �

i

; i = 1 ; � � � ; N ) pro v enan t de N sources externes.

� 2. Les connexions ou p oids w

i

; i = 1 ; � � � ; N , et le seuil �

� 3. La sortie � , qui est fonction des en trées et des p oids.

Suiv an t la façon de calculer la sortie, nous allons considérer deux sortes de neu-

rones : linéaires et sphériques.
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Chapitre 2. Appren tissage et réseaux de neurones

w
N

w
3

w
2

w
1

. . .

Entrées

Sortiez

xNx3
x2x1

Figure 2.2: Le p erceptron

2.3.1 Neurones linéaires

Le neurone linéaire calcule un champ ou p oten tiel dé�ni comme la somme des signaux

d'en trée

~

� p ondérés par les p oids corresp ondan ts :

h =

N

X

i =1

w

i

�

i

(2.5)

Si ce c hamp est plus grand qu'un certain seuil � , le neurone est actif. La sortie

� du neurone en fonction de son p oten tiel est :

� = f

 

N

X

i =1

w

i

�

i

� �

!

= f

�

~w �

~

�

�

(2.6)

f est app elé fonction d'activ ation ou fonction de transition du neurone. P our simpli-

�er la notation, la quan tité � � p eut être in tro duite dans la somme en la considéran t

comme un p oids supplémen taire w

0

= � � pro v enan t d'une en trée constan te, �

0

� 1 ,

et s'app elle biais :

� = f

 

N

X

i =0

w

i

�

i

!

(2.7)
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2.3. Neurones à fonction d'activ ation linéaire et sphérique

En ce qui suit, nous allons garder la notation ~w �

~

� p our le pro duit scalaire quand

on considère le p oids w

0

.

Di�éren ts c hoix de fonctions d'activ ation son t p ossibles. Les neurones binaires

on t des fonctions d'activ ation discon tin ues. Suiv an t que les états son t co dés f 0 ; 1 g

ou f� 1 ; +1 g , on a la fonction éc helon, app elée aussi fonction de Hea viside �( x ) :

f ( x ) = �( x ) �

(

1 si x � 0

0 autremen t

(2.8)

ou la fonction signe :

f ( x ) = signe( x ) �

(

+1 si x � 0

� 1 autremen t

(2.9)

P ar con tre, dans les cas où les états des neurones son t con tin us, on utilise des

fonctions sigmoïdes. On app elle sigmoïde toute fonction qui est croissan te, con tin ue

et b ornée. Suiv an t le co dage, on utilise soit la fonction logistique :

f ( x ) �

1

1 + exp ( � � x )

(2.10)

p our des états dans l'in terv alle [0 ; 1] , soit la tangen te h yp erb olique :

f ( x ) = tanh � x �

exp ( � x ) � exp ( � � x )

exp ( � x ) + exp ( � � x )

(2.11)

p our les neurones don t les états se trouv en t dans [ � 1 ; +1] . Le paramètre � représen te

un gain. En faisan t v arier � , on p eut obtenir di�éren tes formes de sigmoïdes. A la

limite, si on fait � ! 1 , les di�éren tes sigmoïdes (2.10) et (2.11) tendron t v ers les

fonctions (2.8) et (2.9) resp ectiv emen t.

Il est p ossible d'in terpréter l'équation de sortie du p erceptron (2.7) en consi-

déran t, dans un espace de dimension N + 1 , le v ecteur

~

� = f �

0

; �

1

; �

2

; � � � ; �

N

g et

le v ecteur ~w = f w

0

; w

1

; w

2

; � � � ; w

N

g . Si leur pro duit scalaire est p ositif, alors le

p oin t

~

� appartien t à la classe +1 , sinon il appartien t à la classe � 1 . Alors on dit

que l'h yp erplan dé�ni par sa normale f w

1

; w

2

; � � � ; w

N

g et sa distance à l'origine

� = � w

0

fait une séparation linéaire des p oin ts

~

� en deux classes, car un h yp erplan

est une fonction linéaire dans l'espace des en trées.

Si tous les exemples d'un ensem ble d'appren tissage p euv en t être séparés par un

h yp erplan normal à ~w , alors on dit que le problème est liné air ement sép ar able (LS).

Si on utilise comme activ ation la fonction de Hea viside (2.8) ou la fonction signe

(2.9), le neurone est binaire car il n'a que deux sorties p ossibles. In tuitiv emen t,
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Chapitre 2. Appren tissage et réseaux de neurones

l'utilisation de ce t yp e de neurone est naturelle dans les problèmes de classi�cation.

La sortie du p erceptron à une en trée

~

�

�

de l'ensem ble d'appren tissage est correcte si

le pro duit �

�

( ~w �

~

�

�

) > 0 . La quan tité �

�

( ~w �

~

�

�

) p eut être aussi grande que l'on v eut

par simple m ultiplication de ~w par une constan te, ce qui ne mo di�e pas la qualité

de la solution trouv ée. C'est p ourquoi on est amené à dé�nir la stabilité [56], aussi

app elée mar ge [102], de l'exemple � comme :



�

( ~w ) = �

�

N

X

i =0

w

i

k ~w k

�

�

i

� �

�

~w �

~

�

�

k ~w k

(2.12)

La v aleur absolue de la stabilité j 

�

j , mesure la distance de l'exemple � à l'h yp erplan

séparateur, qui est normale à ~w . Le signe de 

�

est p ositif si l'exemple est bien classé,

négatif autremen t.

Une grande stabilité p ositiv e assure une certaine robustesse

1

de la rép onse du

p erceptron. La division par la norme de ~w évite que de grandes stabilités soien t pro-

duites par un simple c hangemen t d'éc helle des p oids. Dans la suite nous adopterons

toujours la normalisation :

k ~w k =

v

u

u

t

N

X

i =0

w

2

i

=

p

N + 1 (2.13)

2.3.2 Neurones sphériques

Les neurones décrits précédemmen t e�ectuen t une transformation par une fonction

f du c hamp (2.5) qui est le pro duit scalaire en tre leur v ecteur de p oids synaptiques

~w et le v ecteur d'en trée : f (

~

� ; ~w ) .

Il existe un autre t yp e de neurones don t la fonction d'activ ation s'applique à la

distance en tre ces deux v ecteurs. Ces neurones son t généralemen t app elés neurones

fonction de b ase r adiale . Leurs fonctions de transition, app elées "no y aux", son t des

fonctions con tin ues de la forme f ( k

~

� � ~w k ) où ~w est le cen tre de la fonction de base,

~

� le v ecteur d'en trée et :

k ~ x k

2

=

X

i =1

N x

2

i

(2.14)

1

Un appren tissage robuste p ermet de donner une sortie correcte même s'il y a des altérations des

p oids mémorisés. La robustesse de la rép onse du p erceptron fera l'ob jet d'une de nos exp ériences

(Chapitre 4).
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2.3. Neurones à fonction d'activ ation linéaire et sphérique

La fonction no y au la plus courammen t utilisée est le no y au gaussien :

f ( k

~

� � ~w k ) = exp

�

�

1

2

k

~

� � ~w k

2

�

(2.15)

Mais on p eut aussi bien utiliser une fonction éc helon de la distance :

f ( k

~

� � ~w k ) =

(

+1 si k

~

� � ~w k

2

� �

2

� 1 autremen t

(2.16)

Certains auteurs on t prop osé l'utilisation de neurones don t la fonction d'acti-

v ation est une fonction sigmoïde (con tin ue) de la distance k

~

� � ~w k . Dans ce tra v ail,

nous allons considérer des neurones binaires, don t la fonction d'activ ation est la

même que p our les neurones linéaires, mais appliquée au carré de la distance

2

. Ceci

revien t à remplacer dans (2.5) le c hamp par le champ r adial :

h

r

=

N

X

i =1

( �

i

� w

i

)

2

= k

~

� � ~w k

2

(2.17)

Dans le cas de la fonction d'activ ation (2.16), l'état du neurone sera +1 si l'en trée

~

� se trouv e à l'extérieur de l'h yp ersphère de ra y on � cen trée en ~w , et � 1 si

~

�

est à l'in térieur de l'h yp ersphère. Donc, ce t yp e de neurones fait des séparations

sphériques. Il est imp ortan t de noter que le nom bre de paramètres d'un neurone

sphérique est le même que celui d'un neurone linéaire : le cen tre de la sphère est

dé�ni par les p oids ~w , son ra y on par le seuil � . D'autre part,

h

r

= k

~

� � ~w k

2

= k

~

� k

2

+ k ~w k

2

� 2

~

� � ~w

=

~

� � ( � 2 ~w ) �

h

�k

~

� k

2

� k ~w k

2

i

(2.18)

Dans les cas où les en trées son t binaires, k

~

� k

2

= N est constan t. Dans ce cas, les

neurones sphériques son t équiv alen ts à des neurones linéaires a v ec des p oids � 2 ~w et

seuil �

2

� N � k ~w k

2

. Si les en trées son t à comp osan tes réelles, l'équiv alence n'est

plus v éri�ée, et les neurones sphériques p ermetten t d'élargir le domaine de fonctions

réalisables. L'in térêt de leur in tro duction est qu'ils p euv en t être en traînés a v ec les

mêmes algorithmes que les neurones linéaires, et être utilisés dans les heuristiques

incrémen tales, comme nous le mon trerons au Chapitre 5.

2

D'autres dé�nitions son t p ossibles, comme nous le v errons au Chapitre 4.
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Chapitre 2. Appren tissage et réseaux de neurones

2.4 Les réseaux de neurones

Les p erceptrons linéaires p euv en t apprendre correctemen t seulemen t les problèmes

don t les exemples d'en trée son t linéairemen t séparables. Les neurones sphériques

p euv en t apprendre des séparations don t les exemples son t séparables par des h yp er-

sphères. P our des tâc hes de classi�cation plus complexes, il faut utiliser des réseaux

comp ortan t plusieurs unités in terconnectées. Un réseau est dé�ni par son ar chite c-

tur e : le nom bre d'unités, le nom bre de p oids et la disp osition des en trées et sorties.

L'arc hitecture p eut être assez v ariée : les unités p euv en t être ou non complètemen t

connectées, disp osées en couc hes et d'autres p ossibles com binaisons.

Il existe une arc hitecture particulièremen t utilisée : celle des réseaux sans rétroac-

tion

3

. Dans cette arc hitecture, les unités son t arrangées en couc hes successiv es a v ec

des connexions allan t d'une couc he à la suiv an te, comme dans la �gure 2.3. Les

données son t traitées successiv emen t par les couc hes cac hées. La dernière couc he

fournit la rép onse et est app elée couc he de sortie. Bien qu'une seule couc he cac hée

su�se p our réaliser n'imp orte quelle fonction des en trées [51 , 21], le nom bre optimal

d'unités de la couc he cac hée reste inconn u.

W j

wi j

H Unités cachées s
Hs

2s
1

. . .

. . .

N Entrées

Sortiez

x
N

x
3

x
2

x
1

Figure 2.3: Un p erceptron m ulticouc he à une seule couc he cac hée. Il est comp osé de

N en trées �

i

; i = 1 ; � � � ; N , de H unités cac hées �

j

; j = 1 ; � � � ; H , des

p oids w

ij

en tre les en trées et les unités cac hées, et des p oids W

j

en tre les

unités cac hées et la sortie �nale � . Les biais ne son t pas mon trés.

Les réseaux de neurones on t été appliqués a v ec succès à l'appren tissage de tâc hes

de classi�cation et à l'appro ximation de fonctions à partir d'exemples. Cet appren-

3

Nous traduisons ainsi le terme anglais fe e dforwar d .
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2.4. Les réseaux de neurones

tissage se fait suiv an t deux appro c hes : soit on �xe l'arc hitecture et on apprend les

p oids, comme le fait la métho de très p opulaire de R étr opr op agation du Gr adient

4

;

soit on apprend de manière constructiv e le nom bre d'unités et les p oids. Dans ce

mémoire nous utilisons l'appro c he constructiv e p our générer des réseaux de neurones

à une seule couc he cac hée.

P our être plus précis, dans le paragraphe suiv an t nous in tro duisons la notation

utilisée par la suite.

2.4.1 Réseaux de neurones à unités linéaires

Soit un réseau à H neurones cac hés connectés aux N + 1 en trées �

i

; i = 0 ; � � � ; N ( N

en trées plus le biais �

0

� 1 ), et une unité de sortie. L'unité de sortie est connectée

aux unités cac hées a v ec des p oids

~

W = f W

0

; W

1

; � � � ; W

H

g où W

0

est le biais et H le

nom bre d'unités cac hées. Chaque unité cac hée 1 � k � H est à son tour connectée

aux en trées a v ec des p oids synaptiques ~w

k

= f w

k 0

; w

k 1

; � � � ; w

k N

g , w

k 0

étan t le biais.

Si on utilise des unités cac hées binaires, l'état ~ � = f �

0

; �

1

; � � � ; �

H

g des neurones

cac hés a v ec �

0

� 1 , est considéré comme la R epr ésentation Interne (RI) de dimension

H asso ciée par le réseau à l'exemple d'en trée

~

� . Etan t donné une en trée

~

� que le

réseau doit classer, l'état �

k

du neurone cac hé k ( 1 � k � h ) est donné par :

�

k

= f

 

N

X

i =0

w

k i

�

i

!

� f

�

~w

k

�

~

�

�

(2.19)

La rép onse du réseau � , est donnée par le p erceptron de sortie :

� = f

 

H

X

k =0

W

k

�

k

!

� f

�

~

W � ~ �

�

(2.20)

où f est la fonction d'activ ation du neurone.

2.4.2 Réseaux de neurones à unités sphériques

L'arc hitecture d'un réseau de neurones a v ec des unités d'activ ation sphérique est

app elée réseau à fonctions de base radiale ou réseau RBF . Un réseau sans rétroaction

de ce t yp e comp orte généralemen t une seule couc he d'unités cac hées don t la sortie

dép end, comme nous l'a v ons déjà men tionné, de la distance de l'en trée à un cen tre.

L'unité de sortie est un p erceptron linéaire binaire connecté aux unités cac hées.

4

Cet algorithme sera présen té au Chapitre 3.
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Chapitre 2. Appren tissage et réseaux de neurones

P our une en trée

~

� , l'état �

k

du neurone cac hé k ( 1 � k � h ) est donné par :

�

k

= f ( k

~

� � ~w

k

k ) (2.21)

où ~w

k

est le cen tre de la fonction RBF corresp ondan t au neurone k et f est la

fonction d'activ ation (2.15) ou (2.16). Dans ce mémoire nous utilisons la deuxième.

La rép onse du réseau � , est donnée par (2.20).

2.5 Erreurs d'appren tissage et de généralisation

Comme nous l'a v ons vu, la caractéristique principale de l'appren tissage sup ervisé

est que l'on disp ose d'un ensem ble d'exemples des données, les en trées a v ec leurs

classes ou sorties désirées. Ces exemples constituen t l'ensem ble d'apprentissage L

�

qui sert à adapter l'arc hitecture et les p oids du réseau p our réaliser une fonction des

en trées. La v aleur de cette fonction, la rép onse ou sortie du réseau, est la classe que

le réseau attribue à l'en trée corresp ondan te. En général, la rép onse à certains exem-

ples ainsi qu'à des nouv elles données, p eut être incorrecte, ce qui p ose le problème

de la généralisation.

L' err eur d'appr entissage "

t

est la fraction d'exemples de l'ensem ble d'appren-

tissage que l'élèv e classe mal. Puisque les exemples son t tirés au hasard, suiv an t une

densité de probabilité P (

~

� ; � ) , "

t

est une v ariable aléatoire, et nous nous in téressons

à son esp érance h "

t

i . F ormellemen t :

h "

t

i =

P

X

� =1

Z

P (

~

�

�

; �

�

) e ( �

�

; �

�

) d

~

�

�

d�

�

(2.22)

où e ( �

�

; �

�

) est la mesure d'erreur sur l'exemple � . En régression on p ose générale-

men t :

e ( �

�

; �

�

) / ( �

�

� �

�

)

2

(2.23)

Cette mesure est aussi correcte dans les problèmes de classi�cation, mais dans

ce dernier cas nous préférons la notation alternativ e :

e ( �

�

; �

�

) = �( � �

�

�

�

) (2.24)

bien adaptée à notre co dage binaire des classes en � 1 , où � est donné par (2.8). En

e�et, si la sortie du réseau est correcte, �

�

�

�

= +1 , et e = 0 , tandis que si �

�

6= �

�
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2.6. Capacité d'un réseau

alors �

�

�

�

= � 1 et e = 1 .

La quan tité h "

�

t

i est indép endan te de la réalisation particulière des exemples :

elle ne dép end que de la taille réduite � , et p ermet de caractériser le réseau et

l'algorithme d'appren tissage en fonction uniquemen t de � , connaissan t la distribu-

tion de probabilité P (

~

� ; � ) .

Après l'appren tissage, il est imp ortan t de mesurer la capacité du classi�eur à

e�ectuer une classi�cation correcte sur de nouv elles données d'en trée. L'esp érance

de l'erreur sur de nouv elles données est app elée err eur de génér alisation . Elle est

dé�nie par :

"

g

=

Z

P (

~

� ; � ) e ( � ; � ) d

~

� d� (2.25)

où e ( � ; � ) est la mesure de l'erreur dé�nie par (2.23) p our les problèmes de régression

ou par (2.24) en cas de classi�cation.

Le but de l'appren tissage consiste à minimiser l'erreur de généralisation (2.25),

mais la distribution de probabilité P (

~

� ; � ) est inconn ue, et on n'a que l'information

con ten ue dans l'ensem ble d'appren tissage L

�

.

2.6 Capacité d'un réseau

Le paradigme professeur-élèv e de l'appren tissage sup ervisé p ermet d'étudier un grand

nom bre de questions. Dans le cas général, le professeur fournit à l'élèv e un nom bre

limité d'exemples. Si ce nom bre est su�sammen t p etit, ou si la complexité de l'élèv e

est su�sammen t grande, il sera capable de les apprendre sans p our autan t saisir la

structur e du professeur. Chaque élèv e a une c ap acité d'appren tissage p ar c ÷ur , qu'il

con vien t de connaître. P our étudier cette capacité, on considère que le professeur

attribue à c haque exemple

~

�

�

une classe �

�

c hoisie au hasard. Si l'arc hitecture de

l'élèv e di�ère de celle du professeur, il est probable que si le nom bre d'exemples

est su�sammen t grand (c'est-à-dire sup érieur à la capacité), l'élèv e sera incapable

d'apprendre tous les exemples.

Plus précisémen t, la capacité d'un réseau de neurones est la plus grande quan tité

d'exemples P

max

= �

c

N , que le réseau p eut apprendre, p our laquelle h "

�

t

i = 0 . Or,

h "

�

t

i dép end de l'arc hitecture du réseau et de la distribution des exemples P (

~

� ; � ) .

Etan t donné une arc hitecture et une distribution, il n'est pas certain que l'algorithme

d'appren tissage utilisé soit capable d'atteindre cette capacité. Nous distinguerons

la capacité du réseau �

R

c

N de la capacité de l'algorithme d'appren tissage �

A

c

N ;
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Chapitre 2. Appren tissage et réseaux de neurones

clairemen t, �

A

c

� �

R

c

Deux situations p euv en t se p oser : si l'on v eut mémoriser les � N exemples (les

apprendre p ar c ÷ur ) il faut un réseau a v ec �

R

c

> � . P ar con tre, si l'on v eut extraire

l'information des données p our ensuite généraliser, il faut a v oir � > �

R

c

. D'où

l'imp ortance de connaître la capacité �

R

c

N des réseaux de neurones.

2.6.1 Le théorème de Co v er

La capacité d'un réseau p eut être calculée si l'on sait rép ondre à la question suiv an te :

Etant donné P p oints

~

�

�

( � = 1 ; � � � ; P ) de R

N

, c ombien de dichotomies

5

de c es

P p oints sont r é alisables p ar le r ése au ?

La rép onse exacte à cette question est conn ue seulemen t p our le réseau le plus

simple p ossible, le p erceptron linéaire. Co v er [19] a calculé la capacité du p erceptron,

en se serv an t d'argumen ts géométriques. Il a mon tré que le nom bre de dic hotomies

pro duites par des séparations linéaires de P p oin ts en p osition générale

6

dans un

espace de dimension N est :

C ( P ; N ) =

8

>

<

>

:

2

N

P

i =1

�

P � 1

i

�

si P > N

2

P

si P � N

(2.26)

Puisque le nom bre total de dic hotomies p ossibles de P p oin ts est 2

P

, la pro-

babilité de séparabilité linéaire P

LS

qu'un p erceptron à N en trées sépare P p oin ts

en p osition générale est :

P

LS

( P ; N ) =

C ( P ; N )

2

P

=

8

>

<

>

:

(

1

2

)

P � 1

N

P

i =1

�

P � 1

i

�

si P > N

1 si P � N

(2.27)

Dans la �gure 2.4 nous a v ons représen té la probabilité P

LS

( P ; N ) en fonction de

� = P = N . A partir de cette �gure, on p eut v oir que :

� P our N �ni :

5

Une dic hotomie est un étiquetage binaire particulier des P p oin ts.

6

P p oin ts son t en p osition générale en R

N

si :

(a) P > N : si et seulemen t si aucun sous-ensem ble de N p oin ts ne se trouv e sur un h yp erplan.

(b) Si : P � N si aucun h yp erplan ne con tien t les P p oin ts.

Si les exemples on t une distribution uniforme, on a une forte probabilité qu'ils soien t en p osition

générale.
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2.6. Capacité d'un réseau

Figure 2.4: Capacité d'un p erceptron linéaire (Co v er).

� Si � < 1 ( P < N ) alors P

LS

( P ; N ) = 1 : un p erceptron p eut toujours

séparer les P p oin ts.

� Si � > 1 ( P > N ) alors la P

LS

( P ; N ) décroît a v ec � .

La v aleur de P = � N au delà de laquelle P

LS

( P ; N ) devien t inférieure à 1 est

la dimension de V apnik-Cherv onenkis d

v c

, comme on le v erra, dans la section

(2.6.3).

� Dans la limite où N ! 1 et P ! 1 a v ec � = P = N �ni :

� Si � < 2 ( P < 2 N ), alors : lim

N !1

P

LS

( P ; N ) = 1

� Si � > 2 ( P > 2 N ), alors : lim

N !1

P

LS

( P ; N ) = 0

Dans la limite N ! 1 , la probabilité (2.27) présen te une discon tin uité à �

c

= 2 .

La probabilité qu'un ensem ble de moins de 2 N p oin ts en p osition générale soit

linéairemen t séparable est 1, tandis que p our P > 2 N elle s'ann ule. Ces prédictions

a v ec probabilité 1 décriv en t ce que l'on app elle le cas t ypique. Bien que dans la

limite où N ! 1 on a une transition nette, la �gure 2.4 mon tre que p our N grand

mais �ni, P

LS

( P ; N ) � 1 bien au delà de � = 1 .

Malgré sa simplicité, l'appro c he de Co v er est di�cilemen t généralisable au calcul

de la capacité de réseaux plus complexes. Mitc hison et Durbin [63], on t obten u une

capacité de l'ordre de :
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�

c

' O ( H log H ) (2.28)

p our un réseaux à N en trées, a v ec une couc he de H unités cac hées.

2.6.2 L'appro c he de la mécanique statistique

L'appro c he théorique de l'appren tissage par la mécanique statistique a été dev e-

lopp ée par Gardner [37] et Gardner et Derrida [41 ]. En particulier, ces auteurs on t

calculé la capacité t ypique d'un p erceptron. Cette métho de est plus compliquée que

celle de Co v er, mais elle p eut être généralisée à l'étude de réseaux plus complexes

et à celle des algorithmes d'appren tissage.

Dans cette appro c he, on considère un réseau de neurones a v ec une arc hitec-

ture donnée, caractérisé par ses p oids, que nous noterons génériquemen t comme un

v ecteur ~w . Une réalisation particulière des p oids ~w p eut être vue comme un p oin t

dans l'espace de tous les p oids p ossibles. Chaque v ecteur ~w représen te un réseau qui

attribue une sortie � à c haque exemple

~

� . L'idée de base p our déterminer la capa-

cité d'un réseau, consiste à calculer la fraction du v olume dans l'espace des p oids,

qui réalise la fonction désirée des en trées-sorties p our l'ensem ble d'appren tissage,

mo y ennée sur la distribution des exemples. In tuitiv emen t on s'attend à ce que cette

fraction de v olume soit une fonction décroissan te du nom bre réduit d'exemples � :

si l'on a p eu d'exemples, il y a b eaucoup de v ecteurs p oids di�éren ts qui donnen t la

sortie correcte aux exemples. Lorsque � augmen te, cette fraction de v olume décroît

et tend v ers zéro. La v aleur de � p our laquelle elle s'ann ule corresp ond à la capacité

t ypique du réseau : p our des � plus grands, seulemen t des p oin ts isolés (de v o-

lume n ul) dans l'espace des p oids corresp onden t à des réseaux capables d'apprendre

l'ensem ble d'appren tissage. Ce raisonnemen t est très pro c he de celui de Co v er, mais

le calcul est très di�éren t, car il utilise des outils de la mécanique statistique des sys-

tèmes désordonnés. Nous décriv ons qualitativ emen t la form ulation dans le cas d'un

p erceptron simple. Etan t donné un ensem ble d'appren tissage L

�

, on v eut calculer

la fraction du v olume de l'espace des p oids qui satisfait les P inégalités suiv an tes :

�

�

~w �

~

�

�

k ~w k

> � � 0 ; � = 1 ; � � � ; P (2.29)

Puisque ces inégalités ne dép enden t pas de la norme des p oids, on p eut se limiter

à considérer des p oids de norme donnée. Ceci corresp ond à limiter l'espace des p oids

à une h yp ersphère de ra y on donné. Il est habituel de prendre k ~w k =

p

N . Le fait

d'imp oser une marge � > 0 donne une certaine robustesse de la sortie du réseau par

rapp ort à de p etites p erturbations des en trées. P our � = 0 on retrouv e les inégalités
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habituelles que doiv en t satisfaire les p oids.

La quan tité fondamen tale du calcul de Gardner et Derrida, la fraction du v olume

dans laquelle (2.29) est v éri�ée, s'écrit :

V =

R

d ~ w

�

Q

�

�( �

�

N

� 1 = 2

P

j

w

j

�

�

j

� � )

�

� (

P

j

w

2

j

� N )

R

d ~ w � (

P

j

w

2

j

� N )

(2.30)

Ce v olume d'espace dép end de l'ensem ble d'appren tissage. Sa v aleur typique s'obtien t

en mo y ennan t son logarithme sur la distribution des exemples, P (

~

�

�

; �

�

) , puis

prenan t l'exp onen tielle :

V

ty piq ue

= e

h log V i

(2.31)

dans la limite N ! 1 ; P ! 1 ; � = P = N a v ec � �ni, qui s'app elle la limite

thermo dynamique. C'est la même limite que celle considérée par Co v er. En [41] et

[49] le lecteur in téressé p eut trouv er tous les détails du calcul. Un des résultats les

plus imp ortan ts est que dans la limite thermo dynamique V

ty piq ue

= 0 p our � > �

c

( � ) ,

a v ec :

�

c

( � ) =

2

4

1

Z

� �

dt

p

2 �

e

� t

2

= 2

( t + � )

2

3

5

� 1

(2.32)

L'équation (2.32) donne la capacité p our � �xé. Si � = 0 , on retrouv e le résultat

de Co v er, �

c

(0) = 2 .

P our des réseaux plus complexes, on connaît la capacité de réseaux à N en trées

a v ec une couc he cac hée à H unités, p our des cas particuliers [59]. Si le neurone

de sortie met en ÷uvre la parité de la représen tation in terne, on a �

par

c

' H log H

comme le résultat de Mitc hison et Durbin (eq. 2.28). Si le neurone de sortie implé-

men te le v ote des neurones cac hés ( c omité de machines ), la capacité est inférieure :

�

com

c

'

8

p

2

� H

p

log H (2.33)

2.6.3 La dimension de V apnik-Cherv onenkis

La dimension de V apnik-Cherv onenkis d

v c

d'un classi�eur [103, 100 ] est le plus grand

nom bre d'exemples P tel que toutes les 2

P

dic hotomies p ossibles son t réalisables par

le classi�eur. La dimension de V apnik-Cherv onenkis des réseaux complexes est en
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général inconn ue. Le calcul de Co v er (2.27) mon tre que p our un p erceptron à N

en trées, d

v c

= N , ce qui corresp ond à �

v c

= 1 . Si l'on in tro duit un biais, la dimension

de l'espace d'en trées est N + 1 et alors d

v c

= N + 1 .

P our un réseau de N en trées, à une seule couc he cac hée a v ec H unités et une

unité de sortie (v oir �gure 2.3), a v ec un nom bre de p oids N

w

(biais inclus) égal à :

N

w

= ( N + 1) H + ( H + 1) (2.34)

Baum et Haussler [7] mon tren t que :

2 b

H

2

c N � d

v c

� 2 N

w

log

2

(e H ) (2.35)

où e est la base des logarithmes naturels, et b x c est le plus grand en tier inférieur

à x .

La di�érence en tre la d

v c

et la capacité statistique P

c

= �

c

N étudiée par Co v er

ou par l'appro c he de la mécanique statistique, est que la d

v c

n'est pas un concept

probabiliste. Si P < d

v c

, on a la certitude que le réseau p eut faire n'imp orte quelle

dic hotomie des en trées. Si :

d

v c

< P < P

c

(2.36)

la probabilité qu'une dic hotomie soit réalisable tend v ers 1 p our N ! 1 . Dans le

cas du p erceptron, cette di�érence subtile se manifeste par le résultat étonnan t que

d

v c

= N , mais P

c

= 2 N .

2.7 La généralisation

2.7.1 Am biguïté et séparation linéaire

La propriété de généralisation est en réalité la question la plus imp ortan te en ce qui

concerne l'apprentissage des mac hines. Elle n'est bien comprise que dans le cas du

p erceptron simple.

P our Co v er [19 ], la classi�cation d'un nouv el exemple

~

� 62 L

�

est am biguë, s'il

existe deux h yp erplans classan t correctemen t l'ensem ble L

�

, mais qui attribuen t

une classe di�éren te à l'exemple

~

� . Co v er mon tre que la probabilité A ( P ; N ) que la

classi�cation de l'exemple

~

� soit am biguë par rapp ort à une dic hotomie donnée est :

A ( P ; N ) =

C ( P ; N � 2)

C ( P ; N � 1)

(2.37)
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Dans la limite N ! 1 la fonction (2.37) a un comp ortemen t (v oir �gure 2.5)

donné par :

A ( P ; N ) = lim

N !1 ;P = �N

A ( P ; N ) =

8

<

:

1 si 0 < � < 2

1

� � 1

si � > 2

(2.38)

L'am biguïté décroît de façon in v ersemen t prop ortionnelle au nom bre d'exemples,

et ceci dès que le nom bre d'exemples est sup érieur à la capacité critique �

c

.

Figure 2.5: Am biguïté et séparation linéaire (Co v er).

2.7.2 Nom bre d'exemples et généralisation

Le théorème de c onver genc e uniforme de V apnik et Cherv onenkis [103 , 100 ] :

p

�

sup

~w

j "

g

( ~w ) � "

t

( ~w ) j > "

�

! 0 quand P ! 1 (2.39)

p ermet de trouv er une b orne sup érieure au nom bre d'exemples nécessaires P

min

p our

a v oir une b onne généralisation

7

.

Si l'erreur d'appren tissage "

t

( ~w ) sur un ensem ble d'appren tissage L

�

est p etit, on

esp ère que l'erreur de généralisation "

g

( ~w ) soit (a v ec une précision arbitraire " > 0 )

aussi p etit que l'on v eut.

7

sup dénote le supr emum : le p oids ~w sur l'espace des p oids qui maximise l'écart en tre "

g

et "

t

.
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Chapitre 2. Appren tissage et réseaux de neurones

En utilisan t la dé�nition de la dimension d

v c

et p our des v aleurs de P �nis,

l'inégalité suiv an te est vraie :

p

�

sup

~w

j "

g

( ~w ) � "

t

( ~w ) j > "

�

<

�

2e P

d

v c

�

d

v c

exp ( � "

2

P ) (2.40)

où e est la base des logarithmes naturels.

A v ec une probabilité (1 � � ) , où :

� =

�

2e P

d

v c

�

d

v c

exp ( � "

2

P ) (2.41)

l'inégalité "

g

( ~w ) < "

t

( ~w ) + " est vraie p our tous les v ecteurs ~w de l'espace des p oids.

V apnik [101] a calculé la b orne :

"

0

( P ; d

v c

; � ) =

s

d

v c

P

�

log

2 P

d

v c

+ 1

�

�

1

P

log � (2.42)

où "

0

est une in terv alle de con�ance p our le cas le pire où "

g

=

1

2

, et " = "

0

; mais

elle est in utilisable p our "

g

p etits. P our le cas in téressan t où "

g

est p etit, une b orne

plus utile dériv ée de (2.40) a été calculée [101] :

p

(

sup

~w

�

�

�

�

�

"

g

( ~w ) � "

t

( ~w )

p

"

g

( ~w )

�

�

�

�

�

> "

)

<

�

2e P

d

v c

�

d

v c

exp

�

�

"

2

P

4

�

(2.43)

d'où :

"

g

( ~w ) < "

t

( ~w ) + "

1

(2.44)

où "

1

est un nouv el in terv alle de con�ance tel que :

"

1

= 2 "

2

0

 

1 +

s

1 +

"

t

( ~w )

"

2

0

!

(2.45)

qui dép end de l'erreur d'appren tissage "

t

( ~w ) . Si "

t

= 0 , on a "

1

= 4 "

2

0

.

P our résumer, on aura donc, les b ornes suiv an tes :

� P our des "

g

� 1 = 2 : "

g

( ~w ) � "

t

( ~w ) + "

0

� P our des "

g

p etits : "

g

( ~w ) �

8

<

:

"

t

( ~w ) + 4 "

2

0

si "

t

( ~w ) ! 0

"

t

( ~w ) + "

1

en général.
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Figure 2.6: Exp osan t de l'équation (2.46) p our les v aleurs de " = (0 : 5 ; 0 : 3 ; 0 : 2 ;

0 : 1 ; 0 : 05) en fonction de � .

En utilisan t les b ornes (2.43), il est p ossible de calculer le nom bre d'exemples

nécessaires dans le cas le pire P

min

p our obtenir une erreur de généralisation donnée,

a v ec un p erceptron simple. Si d

v c

= N et " est �xé, alors par (2.43) :

p

(

sup

~w

�

�

�

�

�

"

g

( ~w ) � "

t

( ~w )

p

"

g

( ~w )

�

�

�

�

�

> "

)

< (2e � )

N

exp

�

�

"

2

� N

4

�

= exp

�

log(2e � ) �

"

2

�

4

�

N (2.46)

Cette probabilité devien t p etite seulemen t si l'exp osan t log(2e � ) �

"

2

�

4

est négatif,

c'est-à-dire, p our des v aleurs de � su�sammen t grandes. Dans la �gure 2.6 on

v oit que même p our des v aleurs mo dérées de " , le nom bre d'exemples nécessaires

( P = � N ) devien t trop grand.

En particulier, dans le cas d'un p erceptron, on mon tre que si P et N son t grands,

et "

t

= 0 , alors P

min

> 8 N log N ="

2

(Hertz et al. [49]). Si " est p etit, le nom bre

d'exemples nécessaires p our a v oir "

g

< " p eut être très grand.

Dans le cas de réseaux à une couc he cac hée a v ec N

w

p oids, si " est dé�ni par

"

t

= "= 2 , Baum et Haussler [7] mon tren t que le nom bre minim um d'exemples P

min

nécessaires p our obtenir une erreur de généralisation "

g

< " , est de l'ordre de :
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P

min

�

N

w

"

log

H

"

(2.47)

Dans la �gure 2.7 nous mon trons une comparaison des estimations de P

min

,

ainsi que les b ornes à d

v c

fournies par (2.35) : il est facile de v oir que le nom bre

d'exemples nécessaire p our que "

g

< "

t

+ " est très sup érieur à d

v c

, même p our

des v aleurs de " grandes. Cep endan t en pratique, il arriv e souv en t qu'on obtienne

une faible erreur de généralisation bien que le nom bre d'exemples disp onibles soit

inférieur à la b orne (2.47).
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Figure 2.7: Nom bre d'exemples nécessaires P

min

(2.47) p our que "

g

< "

t

+ " , p our

un réseau a v ec N = 50 en trées à une seule couc he cac hée de H unités et

une unité de sortie. Nom bre de p oids N

w

donné par (2.34), en fonction

de H . En traits p oin tillés, b ornes de d

v c

dé�nies par (2.35).

2.7.3 Le sur-appren tissage

Dans les problèmes de régression, on fait souv en t l'analogie a v ec la régression p oly-

nomiale : un réseau de neurones qui disp ose de très p eu de paramètres (qui est

p eu complexe) n'a pas assez de �exibilité p our apprendre les données correctemen t.

C'est une situation qu'on app elle le sous-appr entissage . P ar con tre, un réseau a v ec

trop de paramètres disp ose de trop de �exibilité (trop degrés de lib erté) et les utilise

p our apprendre toutes les particularités des données, c'est ce qu'on app elle le sur-

appren tissage, appren tissage par c÷ur ou over�tting . Empiriquemen t, cette situa-

tion p ourrait être évitée en c herc han t le minim um de l'erreur de généralisation sur un
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ensemble de validation (indép endan t de l'ensem ble d'appren tissage) et en arrêtan t

l'appren tissage a v an t la con v ergence du réseau ( e arly stopping ). Ainsi, on esp ère que

les p oids qui minimisen t l'erreur sur l'ensem ble de v alidation, généralisen t mieux.

Le sur-appren tissage est en rapp ort a v ec le dilemme du biais/v ariance [40]. Mais

ce dilemme doit être considéré di�éremmen t en problèmes de régression et en prob-

lèmes de classi�cation : en e�et, une décomp osition additiv e de l'erreur n'est p ossible

que p our la régression [34 ] ; car en problèmes de classi�cation la situation n'est pas

la même parce que la mesure d'erreur n'est plus une fonction con tin ue mais discrète

puisqu'il s'agit de classes.

Dans l'Annexe D nous présen tons une décomp osition en biais et v ariance p our

des problèmes de régression et une autre, prop osée par F riedman [34] p our la clas-

si�cation. Dans ce dernier cas, le sur-appren tissage p eut être un problème p our

des réseaux qui considèren t la classi�cation comme un problème d'appro ximation de

fonctions, notammen t dans des réseaux qui minimisen t un coût (v oir Chapitre 3).

Dans les problèmes de classi�cation, nous a v ons trouv é exp érimen talemen t qu'un

réseau qui apprend tout l'ensem ble d'appren tissage jusqu'à obtenir zéro fautes p eut

obtenir de faibles erreurs de généralisation, sans b esoin de v alidation croisée (v oir

Chapitre 6).

2.8 Conclusion

Dans ce c hapitre nous a v ons présen té le paradigme du professeur-élèv e de l'appren-

tissage sup ervisé, qui est utile p our étudier des problèmes de régression et de classi-

�cation. Nous a v ons in tro duit les p erceptrons linéaires et ceux sphériques, ainsi que

la notation adoptée p our les réseaux de neurones.

Des questions sur l'appren tissage et la généralisation on t été ab ordées du p oin t de

vue théorique, en utilisan t les appro c hes probabilistes de Co v er et de la mécanique

statistique, et celle de V apnik-Cherv onenkis. Ainsi, nous a v ons mon tré qui'il existe

un imp ortan t décalage en tre les prédictions théoriques et les p erformances des algo-

rithmes. P ar exemple, bien qu'un réseau de neurones a v ec une seule couc he cac hée

puisse appro c her toute fonction des en trées, le nom bre d'unités cac hées est inconn u :

les b ornes fournies par la dimension de V apnik-Cherv onenkis son t excessiv es, donc

in utilisables p our les applications. Hormis le cas du p erceptron, la compréhension

du problème de la généralisation est encore insu�san te. Nous sommes donc réduits

à comparer les algorithmes d'appren tissage sur des problèmes étalon.
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Chapitre 3
Algorithmes d'appren tissage

3.1 In tro duction

L ' appren tissage a v ec des réseaux de neurones m ulticouc hes se fait principalemen t

suiv an t deux appro c hes. La R étr opr op agation du Gr adient (RPG) détermine les

p oids par minimisation d'un coût. Cet algorithme nécessite l'in tro duction a priori

de l'arc hitecture du réseau, qui p eut être élaguée après ou p endan t l'appren tissage.

A v ec une appro c he constructiv e on apprend en même temps le nom bre d'unités

et les p oids, commençan t généralemen t a v ec une seule unité. L'in tro duction succes-

siv e de nouv elles unités pro duit une application des en trées sur des représen tations

in ternes qui doit être �dèle : des exemples de classes di�éren tes doiv en t a v oir des

représen tations in ternes di�éren tes.

Bien que la classi�cation de données soit in trinsèquemen t une tâc he discrète, elle

p eut être en visagée comme un problème d' appr oximation de fonctions , en attribuan t

des v aleurs réelles aux classes à apprendre. Cette appro c he est utilisée par la Rétro-

propagation du Gradien t, qui minimise l'erreur quadratique d'appren tissage à la

sortie. La fonction d'appro ximation doit être hautemen t non-linéaire, car elle doit

a v oir une v aleur constan te dans le domaine de c haque classe, et présen ter une grande

v ariation aux fron tières en tre classes. P ar exemple, dans la tâc he de classi�cation

binaire du diagnostic du cancer du sein (déjà présen tée), la fonction d'appro ximation

doit être constan te et p ositiv e dans les régions ou domaines de l'espace des en trées

corresp ondan t à la classe 1 , constan te et négativ e p our ceux de la classe � 1 . A v ec

l'algorithme de Rétropropagation du Gradien t, on c herc he des p oids qui appro c hen t

cette fonction partout, et en particulier à l'in térieur des domaines, au lieu de se

concen trer sur le problème p ertinen t de déterminer les fron tières en tre eux.

A v ec la RPG, le nom bre des paramètres requis p our apprendre la tâc he n'est pas

conn u a priori . L'appren tissage a v ec un grand nom bre de p oids p ermet, au moins

en princip e, d'appro ximer une grande v ariété de fonctions parmi lesquelles on esp ère
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se trouv e la vr aie solution. Mais il est di�cile de minimiser une fonction de coût

dans un espace de grande dimension, car le risque de tom b er dans des minim ums

lo caux, augmen te a v ec la dimension. Dans la pratique, l'arc hitecture est déterminée

par essai et erreur, en faisan t v arier le nom bre de neurones et de p oids.

Une appro c he alternativ e est fournie par les algorithmes à cr oissanc e ou c onstruc-

tifs , dans lesquels les unités cac hées son t successiv emen t a joutées au réseau. Outre

le fait que cela p ermet la détermination automatique de l'arc hitecture du classi�eur,

bâtir un réseau de neurones par un algorithme de croissance p ermet l'utilisation

de neurones binair es . Ce fait a deux a v an tages principales : d'une partie, les unités

cac hées binaires déterminen t les limites ou fron tières (ou morceaux de fron tières) des

régions dans l'espace des en trées qui con tiennen t des exemples de la même classe;

et d'un autre côté, ce t yp e d'unités p ermet l'extraction de règles. En plus de cela,

les unités binaires son t bien adaptés p our leur implan tation matérielle à l'aide des

circuits in tégrés digitaux.

Dans ce c hapitre nous présen tons d'ab ord l'algorithme de la Rétropropagation

du Gradien t et quelques métho des utilisées p our réduire la complexité du réseau.

Ensuite nous passons en revue plusieurs algorithmes constructifs.

3.2 Métho des à simpli�cation

3.2.1 La Rétropropagation du Gradien t

L'algorithme de Rétropropagation du Gradien t a été dév elopp é par plusieurs auteurs

[105 , 61 , 83 ]. C'est une tec hnique très p opulaire dans les applications des réseaux de

neurones. Etan t donnée une mesure d'erreur aussi app elée c oût E ( ~w ) , l'algorithme

donne une manière de trouv er un ensem ble des p oids ~w d'un réseau sans rétroaction

par une descen te de gradien t dans l'espace des p oids sur la surface dé�nie par la

fonction de coût.

Soien t un réseau de neurones (�gure 2.3) a v ec N en trées, une couc he cac hée a v ec

H unités et un ensem ble L

�

de P exemples. Etan t donné un exemple � , le c hamp

sur l'unité cac hée j est (toutes les sommes v on t sur i = 0 ; � � � ; N , j = 0 ; � � � ; H ,

� = 1 ; � � � ; P . ) :

h

�

j

=

X

i

w

j i

�

�

i

(3.1)

La sortie �

�

j

de cette unité est :
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�

�

j

= f ( h

�

j

) = f

 

X

i

w

j i

�

�

i

!

(3.2)

Le c hamp sur l'unité de sortie � est :

h

�

=

X

j

W

j

�

�

j

=

X

j

W

j

f

 

X

i

w

j i

�

�

i

!

(3.3)

et la sortie �

�

du réseau est :

�

�

= f

 

X

j

W

j

�

�

j

!

= f

 

X

j

W

j

f

 

X

i

w

ij

�

�

i

! !

(3.4)

Soit ~w l'ensem ble de tous les p oids du réseau. La fonction de coût :

E ( ~w ) =

1

2

X

�

( �

�

� �

�

)

2

(3.5)

s'écrit :

E ( ~w ) =

1

2

X

�

"

�

�

� f

 

X

j

W

j

f

 

X

i

w

ij

�

�

i

!! #

2

(3.6)

Si f est dériv able, l'équation (3.6) est aussi dériv able par rapp ort aux p oids. Une

descen te en gradien t donne, p our les p oids

~

W :

� W

j

= � �

@ E

@ W

j

= �

X

�

( �

�

� �

�

) f

0

( h

�

) �

�

j

= �

@ E

@ W

j

= �

X

�

�

�

�

�

j

(3.7)

où �

�

� f

0

( h

�

)( �

�

� �

�

) .

P our les connexions w

j i

de l'en trée v ers la couc he cac hée, on a :

� w

j i

= � �

@ E

@ w

j i

= �

X

�

( �

�

� �

�

) f

0

( h

�

) W

j

f

0

( h

�

j

) �

�

i

= �

X

�

�

�

W

j

f

0

( h

�

j

) �

�

i

= �

X

�

�

�

j

�

�

i

(3.8)
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où �

�

j

� f

0

( h

�

j

) W

j

�

�

.

L'équation (3.8) détermine les � w

j i

p our l'unité cac hée �

j

en termes de l'erreur

à la sortie � : la mo di�cation des p oids des neurones cac hées nécessite l'information

d'erreurs rétropropagées, d'où le nom de la métho de. La généralisation à des réseaux

à plusieurs couc hes n'est guère plus compliquée, et le lecteur in téressé p eut la trouv er

en [49].

Bien qu'on ait écrit les équations des mo di�cations des p oids (3.7) et (3.8) comme

des sommes sur les P exemples (métho de conn ue sous le nom de gr adient total ), on

p ourrait faire la mo di�cation des p oids après la présen tation de c haque exemple :

soit de manière séquen tielle, soit aléatoire (gradien t sto c hastique). Le c hoix des

métho des (gradien t total, séquen tiel ou sto c hastique) dép end de c haque problème

particulier, toutefois la dernière appro c he est utile dans des cas où on a des exemples

redondan ts [49 ].

Malgré ses succès [89 , 60 , 77 ], la métho de de rétropropagation du gradien t décrite

présen te l'incon v énien t ma jeur du c hoix de l'arc hitecture : il n'existe pas de critère

p our commencer a v ec une arc hitecture plutôt qu'a v ec une autre.

3.2.2 Métho des d'élagage

L'appren tissage par la métho de RPG donne lieu à des réseaux qui év en tuellemen t

p euv en t être élagués, soit p endan t l'appren tissage (métho des de régularisation) soit

après l'appren tissage. Ces métho des p ermetten t de réduire la complexité du réseau,

a v ec l'esp oir d'améliorer la capacité de généralisation.

Elagage p endan t l'appren tissage

Les tec hniques de r é gularisation [76 , 8] p ermetten t d'obtenir des réseaux moins com-

plexes en a joutan t un terme de p énalité à la fonction de coût. L'idée consiste à équili-

brer la fonction coût (3.5) a v ec un autre terme C ( ~w ) qui représen te une mesure de

la complexité du réseau. Le nouv eau coût est :

~

E ( ~w ) = E ( ~w ) + �C ( ~w ) (3.9)

où � est un co e�cien t de compromis en tre l'imp ortance attribuée au terme de

complexité C par rapp ort à la mesure de l'erreur E . E et C son t donc des ter-

mes an tagonistes p endan t le pro cessus d'appren tissage. Plusieurs termes de com-

plexité on t été prop osés [76, 52 ]. P armi eux on trouv e W eigth de c ay , qui est l'une

des métho des les plus simples de régularisation, qui in tro duit des p énalités de la

forme C ( ~w ) =

1

2

P

i

j w

i

j ou C ( ~w ) =

1

2

P

i

w

2

i

(l'indice i parcourt tous les p oids du

réseau, biais inclus). L'un des problèmes a v ec cette métho de, est qu'elle fa v orise le

dév elopp emen t de plusieurs p etits p oids.
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Dans la métho de d'élimination des p oids ( weigth elimination ) [107 ] le terme de

complexité est de la forme C ( ~w ) =

P

i

k w

i

k

2

= ( ^w

2

+ k w

i

k

2

) , où ^w est un facteur

de normalisation. En pratique, les p oids p euv en t ne pas être n uls, et on les élim-

ine en c hoisissan t ceux au-dessus d'un p etit seuil. Le paramètre ^v doit être c hoisi

empiriquemen t.

D'autres termes on t été prop osés [52, 8 ], mais dans tous les cas le paramètre � ,

auquel la métho de de RPG sem ble être assez sensible, est di�cile à régler.

Elagage p ost-appren tissage

D'autres métho des simpli�en t les réseaux suiv an t la sensibilité de l'erreur à la sup-

pression de p oids ou neurones. Ils réalisen t ainsi un élagage p ost-appren tissage. On

commence, donc, a v ec un réseau surdimensionné et on le simpli�e en suiv an t des

critères de sélection des p oids à éliminer. Ces critères deviennen t plus simples à éla-

b orer car l'élagage in tervien t lorsque l'algorithme d'appren tissage a con v ergé selon

un critère c hoisi, et on utilise cet état comme une référence.

� Suppression des p oids. L'un des critères les plus in tuitifs p our mesurer l'imp or-

tance d'un p oids est sa v aleur absolue : les p oids pro c hes de zéro p euv en t

généralemen t être supprimés sans que ceci ait une in�uence sur le comp orte-

men t du réseau. En pratique on arriv e à obtenir ainsi des résultats comparables

à ceux d'autres métho des d'élagage p ost-appren tissage [23 ].

� Optimal Br ain Damage (OBD) . Prop osée par Le Cun et al. [62 ] cette métho de

est fondée sur le calcul d'un terme de sensibilité corresp ondan t à la v ariation

mo y enne de la fonction de coût en traînée par la suppression de c haque p oids.

On p eut supprimer les p oids p our lesquels la sensibilité est inférieure à un

seuil. Après l'élagage, le réseau n'est plus optimal, même s'il reste très pro c he

d'un optim um, et il faut refaire quelques itérations d'appren tissage.

� Optimal Br ain Sur ge on (OBS) . Prop osée par Hassibi et Stork [50 ], ceci est

une extension améliorée de la métho de an térieure. L'algorithme calcule par

une minimisation sous con train te, les p oids à supprimer et la mise à jour des

paramètres restan ts. Elle est fondée sur le dév elopp emen t de T a ylor mais ne

supp ose pas que la matrice Hessienne soit diagonale.

� Statistic al Stepwise Metho d (SSM) . Cet algorithme (Cottrell et al. [17 ]) p ermet

d'éliminer les p oids statistiquemen t non signi�catifs, seulemen t si le résultat

du réseau est meilleur qu'un précèden t, selon un critère empirique de qualité
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BIC

1

. On mesure le BIC à c haque pas, et on arrête l'élagage quand ce critère

est minim um (qui p eut être un minim um lo cal).

Une di�culté des métho des OBD et OBS est la détermination du seuil de sensi-

bilité. De plus, les deux métho des son t fondées sur un dév elopp emen t de T a ylor au

second ordre de la fonction de coût, qui n'est v alide que p our des v ariations faibles

des p oids, c'est-à-dire, p our les suppressions de p oids pr o ches de zéro. Jutten et

F am b on [52 ] et Hérault et Jutten [48 ] mon tren t que si l'on est dans un minim um

lo cal, les métho des OBD, OBS et SSM p euv en t sélectionner les mêmes p oids.

3.3 Algorithmes constructifs

Les heuristiques constructiv es p our la classi�cation p euv en t être group ées en deux

classes, suiv an t qu'elles utilisen t des unités cac hées faisan t des séparations linéaires,

désormais app elées unités linéaires, ou des unités cac hées à fonction de base radiale

RBF (unités sphériques, décrites au Chapitre 2). Dans les deux cas la fonction

d'activ ation est une fonction sigmoïde (v oir Chapitre 2). Des algorithmes construc-

tifs on t été prop osés p our traiter des problèmes d'appro ximation de fonctions [18 ].

Nous décriv ons dans la suite quelques algorithmes don t les résultats seron t com-

parés aux nôtres au Chapitre 6.

3.3.1 Heuristiques a v ec unités linéaires

Algorithme Tiling

Cet algorithme, prop osé par Mézard et Nadal [68], p ermet de construire des réseaux

couc he par couc he. On commence a v ec un p erceptron simple, qui apprend l'ensem ble

L

�

en utilisan t l'algorithme Po cket

2

, par exemple. Si une solution sans erreurs

est trouv ée l'algorithme s'arrête. Dans le cas con traire, on gèle les p oids du neu-

rone, qui devien t l'unité maîtr esse , laquelle pro duit un certain nom bre d'erreurs

d'appren tissage e

1

sur L

�

. On ra joute des unités auxiliair es qui, a v ec l'unité maîtresse

constituen t la première couc he cac hée. Ces unités doiv en t apprendre des cibles p our

remplir la condition de �délité suiv an te : deux exemples de classes di�éren tes doiv en t

a v oir des représen tations in ternes di�éren tes.

1

Le critère d'information B d'Ak aik e BIC p eut s'écrire :

B I C = log

�

�

2

r

P

�

+ N

w

log P

P

(3.10)

où �

2

r

est la v ariance de l'erreur résiduelle, P le nom bre d'exemples et N

w

le nom bre de p oids. Le

premier terme mesure la qualité de l'appro ximation des données, le second est un terme qui met

en évidence le lien en tre le nom bre de p oids et le nom bre d'exemples [53 ].

2

L'algorithme du p erceptron et l'algorithme Po cket seron t présen tés au Chapitre 4.
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La couc he suiv an te est bâtie en utilisan t la même stratégie : main tenan t la

première couc he cac hée joue le rôle de couc he d'en trée. On construit l'unité maîtresse

de la deuxième couc he, laquelle pro duit un nom bre d'erreurs e

2

, puis on complète

la couc he a v ec des unités auxiliaires, et ainsi de suite. Le réseau v a croître jusqu'à

ce que, p our l'unité maîtresse d'une couc he cac hée L , le nom bre d'erreurs s'ann ule,

e

L

= 0 , et cette unité sera donc, l'unité de sortie �nale.

La con v ergence de la pro cédure est prouv ée en [68 ], car on mon tre que :

� Une couc he cac hée k a y an t été construite, on p eut toujours trouv er une unité

maîtresse p our la couc he k + 1 qui fait un nom bre d'erreurs strictemen t plus

p etit que l'unité maîtresse de la couc he précéden te : e

k +1

< e

k

.

� Il est toujours p ossible de ra jouter su�sammen t de neurones p our obtenir des

représen tations in ternes �dèles.

Plusieurs résultats en [68, 31] mon tren t que l'algorithme est très "gourmand" en

ressources (nom bre d'unités et de couc hes cac hées).

Algorithme Se quential L e arning

Dans l'algorithme Se quential L e arning , de Marc hand et al. [65], la première unité est

en traînée p our séparer l'ensem ble d'appren tissage en gardan t un sous-espace "pur",

i.e. un sous-espace qui con tien t des exemples d'une seule classe. Les exemples mal

classés, s'il y en a, doiv en t se trouv er dans l'autre sous-espace.

Chaque neurone ra jouté est en traîné p our séparer les exemples qui son t mal

classés, toujours a v ec cette con train te, i.e. en gardan t toujours un sous-espace "pur",

libre d'erreurs. L'algorithme est di�cile à mettre en ÷uvre pratiquemen t, car il n'est

pas facile d'imp oser la con train te de pureté duran t l'appren tissage.

Algorithme Casc ade-Corr elation

Un des algorithmes constructifs les plus conn us est Casc ade-Corr elation , créé par

F ahlman et Lebière [29 ]. Dans cette métho de, c haque unité cac hée a joutée est

c hoisie parmi une collection de plusieurs unités à activ ation con tin ue, en traînées

p our apprendre la corrélation en tre les sorties et les erreurs d'appren tissage. L'unité

qui maximise cette corrélation est alors connectée aux en trées et à toutes les autres

unités cac hées déjà connectées au réseau. F alhman et al. utilisen t l'algorithme

quickpr op [28 ] p our en traîner c haque neurone.

On p eut remarquer que l'arc hitecture du réseau est en cascade : c haque unité

est connectée aux en trées, mais aussi aux unités cac hées déjà existan tes.
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Algorithme Upstart

Cet algorithme a été dév elopp é par F rean [31 ]. On considère un p erceptron qui a

été en traîné sur un ensem ble d'appren tissage. Ce p erceptron p eut commettre des

erreurs du t yp e:

� W ON ( wr ongly-on ) : L'unité rép ond � = +1 alors que la classe est � = � 1 .

� W OFF ( wr ongly-o� ) : L'unité rép ond � = � 1 alors que la classe est � = +1 .

Des unités �l les X et Y son t ra joutées a�n de corriger resp ectiv emen t ce t yp e

d'erreurs. Les ensem bles d'appren tissage de ces unités son t déterminés de façon à

ce que l'unité X (resp ectiv emen t Y ) soit activ e p our les exemples corresp ondan ts

à une erreur du t yp e W ON (resp ectiv emen t W OFF ) et pas p our les autres. Les

unités �lles son t ensuite connectées à l'unité mère. Si les unités �lles n'arriv en t pas

à corriger toutes les erreurs, alors elles p euv en t à leur tour engendrer d'autres unités

�lles en suiv an t le même pro cédé.

Algorithme O�set

Cet algorithme, créé par Martinez et Estèv e [64] réalise l'appren tissage d'une ma-

c hine à parité c'est-à-dire, telle que l'unité de sortie implémen te la parité de ses

en trées [9]. Chaque unité cac hée a joutée est en traînée à corriger les erreurs de la

dernière unité cac hée, une pro cédure qui engendre une machine à p arité : la classe

de l'exemple d'en trée est la parité des représen tations in ternes apprises.

Une deuxième couc he cac hée (qui p eut être élaguée) est bâtie sans b esoin d'appren-

tissage, en n'utilisan t que des considérations géométriques, p our implan ter la parité.

La con v ergence de l'algorithme a été demon trée dans les cas d'en trées binair es [64 ]

et réelles [44].

Autres algorithmes

Une stratégie alternativ e consiste à construire une arc hitectures en arbr e . Les A r-

br es de dé cision , in tro duits par Breiman et al. [6] son t conn us sous le nom de

métho de CAR T ( Classi�c ation A nd R e gr ession T r e es ). Ils partitionen t hiérarc hique-

men t l'espace des en trées par des dic hotomies successiv es. Des critères de découpage

(sous la forme de questions binaires sur l'ensem ble de v aleurs p ossibles des en trées)

p ermetten t de faire cette partition. Plusieurs critères de "pureté" des régions p eu-

v en t être c hoisis p our arrêter la croissance. La discrétisation des en trées p eut s'a v érer

indisp ensable p our mener à bien le découpage.

Des v ersions neuronales de ce t yp e de classi�eur on t été prop osées par plusieurs

équip es (M. Golea et M. Marc hand [43], par F rean [31 ], et par Mézard et Nadal [87 ])
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sous des formes légèremen t di�éren tes. Le réseau consiste en un ensem ble de p ercep-

trons fonctionellemen t organisés comme un arbre binaire. Dans cette arc hitecture il

faut distinguer en tre l' or ganisation structur el le et le fonctionnemen t : c haque neu-

rone de l'arbre n'est connecté qu'à la couc he d'en trée. Sa sortie n'est pas connectée

v ers d'autres neurones, mais elle est utilisée p our décider commen t parcourir l'arbre.

Chaque neurone de l'arbre in tro duit une dic hotomie de l'espace des en trées. Cha-

cun des sous espaces est traité séparémen t par des n÷uds �ls, qui év en tuellemen t

pro duisen t d'autres partitions. En plus des p oids, les réseaux doiv en t sto c k er le

parcours de décision.

Les heuristiques prop osées p our engendrer des arbres neuronaux di�èren t par

l'algorithme utilisé p our en traîner c haque n÷ud, et/ou dans le critère d'arrêt.

En particulier, Neur al-T r e es [87 ] p eut être vue comme une généralisation de

C AR T [6], dans lequel les h yp erplans ne son t pas limités à être p erp endiculaires

aux axes de co ordonnées. L'heuristique du MNTM (Mo di�ed Neural T ree Net w ork)

[30] similaire à Neur al-T r e es , a joute un critère d'arrêt ( e arly stopping ) basé sur une

mesure de con�ance de la partition. La métho de Stepwise de Knerr et al. [57 ] p ermet

de bâtir un réseau de neurones à deux couc hes cac hées : la première sert à faire une

séparation en c haque classe en isolan t les exemples mal classés. Ceci p ermet de

traiter des sous-ensem bles d'exemples de plus en plus p etits p our l'appren tissage

des neurones successifs. Quand on a réussi à bien séparer tous les exemples, on

a joute une deuxième couc he qui réalise une fonction b o oléenne (neurones de sortie

t yp e ET) a v ec des p oids binaires (

~

W = � 1 ), sans b esoin d'appren tissage.

3.3.2 Heuristiques a v ec unités sphériques

Les classi�eurs à neurones binaires sphériques on t été in tro duits par Co op er [80 ].

Ils son t basés sur le sto c k age d'exemples représen tatifs ou protot yp es auxquels on

asso cie un ra y on d'in�uenc e du p oin t. L'in térieur de l'h yp ersphère représen te un

domaine de décision asso cié à la classe du protot yp e qui est au cen tre.

Algorithme R estricte d Coulomb Ener gy (R CE)

Dév elopp é par Reilly et al. [80 ], cet algorithme prop ose l'heuristique suiv an te : si

un exemple est à l'extérieur de toutes les h yp ersphères existan tes, il ne p eut pas être

classé. On ra joute alors un neurone don t il est le cen tre (protot yp e), de ra y on � .

P ar con tre, si l'exemple se trouv e dans les domaines de décision d'unités déjà exis-

tan tes, on réduit le ra y on des unités qui co den t p our des classes di�éren tes de celle de

l'exemple. Év en tuellemen t une nouv elle unité doit être ra joutée. L'appren tissage se

fait en présen tan t l'ensem ble L

�

itérativ emen t jusqu'à ce que la pro cédure n'en traîne

aucune mo di�cation: ni création d'unités ni réduction des ra y ons d'in�uence. Cer-
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tains problèmes qui p euv en t se présen ter son t l'appren tissage par c÷ur et le b on

c hoix du ra y on initial, souv en t c hoisi empiriquemen t.

Algorithme Gr ow and L e arn

Bien que l'algorithme Gr ow and L e arn (GAL) [1] n'utilise pas des p erceptrons

sphériques, il est assez pro c he de R CE , tan t par l'arc hitecture que par la pro cé-

dure d'appren tissage.

La di�érence a v ec R CE , réside dans une structure Winner-T ake-A l l (WT A) ou

le gagnant-pr end-tout , qui remplace les ra y ons d'in�uence. Le WT A reçoit les sorties

des unités cac hées et calcule un v ecteur de sortie qui v aut 1 p our la comp osan te i

telle que �

i

est minimale, et -1 p our toutes les autres. Si on utilise comme critère

d'activ ation la distance euclidienne en tre le p oids et l'exemple, l'ensem ble de ces

régions réalise une partition de l'espace selon un pa v age de V oronoï [49 ].

A v ec les algorithmes R CE et GAL , le nom bre de protot yp es créés c'est-à-dire

la complexité du réseau dép end de l'or dr e de pr ésentation des exemples à appren-

dre. P our remédier à cela, Alpa ydin [1 ] prop ose une amélioration app elée phase

de sommeil , qui n'est autre c hose qu'une phase d'élagage : on c herc he à garder

seulemen t les unités don t le domaine de décision con tien t des exemples pro c hes des

fron tières en tre classes, en éliminan t les neurones qui son t à l'in térieur d'une région

d'in�uence d'une autre unité de la même classe. Les phases de sommeil et d' éveil

(appren tissage) renden t le nom bre �nal d'unités aussi indép endan t que p ossible de

l'ordre d'exemples présen tés.

Autres algorithmes

Les algorithmes Glo c al [23] et Gr owing c el ls [33] prop osen t de couvrir l'espace des

en trées a v ec des h yp ersphères de taille v ariable con tenan t des exemples de la même

classe. Glo cal a l'idée in téressan te de faire une première séparation a v ec un p ercep-

tron linéaire, et ensuite de corriger les exemples mal classés a v ec des h yp ersphères.

Il en résulte un réseau h ybride à unités linéaires et sphériques. Ces appro c hes ter-

minen t souv en t a v ec un grand nom bre d'unités cac hées.

La métho de Covering R e gions by the Line ar Pr o gr ammation Metho d [71] est une

pro cédure d'essai et erreur dans le but de c hoisir le t yp e de neurone (app elé masque

par les auteurs) le plus e�cace parmi h yp erplans, h yp ersphères et h yp erellipsoïdes.

Les paramètres des neurones son t déterminés par programmation linéaire.
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3.4 Conclusion

La métho de de Rétropropagation du Gradien t traite un problème de classi�cation

comme un problème d'appro ximation de fonctions, en minimisan t un coût. Cep en-

dan t, il est di�cile de minimiser une fonction de coût dans un espace de grande

dimension sans tom b er dans des minim ums lo caux. En outre, l'arc hitecture est

déterminée par essai et erreur, ce qui est dép endan t de l'exp ertise de l'utilisateur.

Les v ariations de la RPG par élagage p endan t l'appren tissage, p ermetten t de �nir

a v ec un réseau moins complexe, mais elles son t dép endan tes de paramètres de régu-

larisation di�ciles à trouv er. D'un autre côté, les critères des métho des de simpli�-

cation après l'appren tissage son t di�ciles à implan ter.

Nous a v ons mon tré l'état de l'art des heuristiques constructiv es p our la classi�-

cation. Elles réduisen t l'appren tissage à celui des unités individuelles. Ces heuris-

tiques di�éren t dans les cibles à apprendre mais aussi dans les t yp es de neurones

utilisés (linéaires, sphériques, con tin us, binaires). La complexité de la mac hine est

déterminée par l'algorithme d'appren tissage. Le p oin t comm un essen tiel de ces al-

gorithmes est l'appren tissage individuel des unités.

47



Chapitre 3. Algorithmes d'appren tissage

48



Chapitre 4
L'algorithme d'appren tissage Minimerror

4.1 In tro duction

D a ns ce c hapitre nous allons présen ter l'algorithme Minimerror [45, 39 ] qui sert à

trouv er des séparations linéaires, auquel nous a v ons a jouté un critère d'arrêt e�cace

et que nous app ellerons désormais Minimerr or-L , et l'algorithme Minimerr or-S , que

nous a v ons dév elopp é p our la classi�cation par des séparations h yp ersphériques.

T ous les deux son t des algorithmes d'appren tissage p our des p erceptrons binaires.

Nous a v ons trouv é une standar disation adéquate des en trées (transparen te à l'utilisa-

teur) qui évite d'adapter les paramètres de Minimerror-L/S p our c haque problème

particulier. Quelques sim ulations n umériques sur des problèmes à en trées binaires

et réelles illustren t leurs p erformances.

Ces deux algorithmes son t utilisés p our l'appren tissage des p erceptrons indivi-

duels dans les algorithmes constructifs décrits au Chapitre 5.

L'un des a v an tages des heuristiques constructiv es consiste à ramener le prob-

lème de l'appren tissage à celui de l'appren tissage par des p erceptrons : c haque unité

ra joutée est traitée comme un p erceptron simple, ce qui p ermet de faire un appren-

tissage plus rapide que dans les réseaux à arc hitecture �xe.

Le premier algorithme d'appren tissage p our le p erceptron linéaire a été prop osé

par Rosen blatt [85]. La rec herc he des p oids se fait comme suit : on initialise les p oids

~w a v ec des nom bres aléatoires. Ensuite, p our tous les exemples � = 1 ; � � � ; P dans

un ordre quelconque, si �

�

~w �

~

�

�

� 0 alors on mo di�e les p oids suiv an t w

i

= w

i

+ �

�

�

�

i

.

L'algorithme con v erge en un nom bre �ni de pas si l'ensem ble L

�

est linéairemen t

séparable (v oir par exemple [85, 70 , 24, 49 ]). P ar con tre, si l'ensem ble ne l'est pas,

il ne s'arrête jamais.

Une amélioration de l'algorithme du p erceptron a été prop osée par Gallan t [35 ]

a v ec le Po cket A lgorithm , qui p ermet d'obtenir une solution a v ec un nom bre d'erreurs

aussi p etit que p ossible. L'idée consiste à garder dans la p o che la meilleure solution
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trouv ée, ~w

�

qui fait un nom bre d'erreurs e

�

. P our cela on applique l'algorithme

standard du p erceptron. A c haque instan t t , les p oids ~w ( t ) pro duisen t un certain

nom bre d'erreurs e ( t ) . Si e ( t ) < e

�

, alors on remplace les p oids de la p o c he, ~w

�

 

~w ( t ) .

Au b out d'un certain temps t

max

on arrête l'algorithme en prenan t comme so-

lution non pas ~w ( t ) mais les p oids ~w

�

qui son t dans la p o che . Si on considère

que le nom bre d'exemples P est �ni, alors en utilisan t cet algorithme p endan t un

temps su�samment long , on p eut esp érer trouv er les p oids qui minimisen t le nom bre

d'erreurs a v ec une grande probabilité. La solution trouv ée n'est pas garan tie d'être

optimale en termes de la distance des exemples à l'h yp erplan séparateur, c'est-à-

dire, au sens de la stabilité (2.12). En raison de sa simplicité, cet algorithme est

souv en t utilisé dans les métho des constructiv es présen tées au Chapitre 3.

4.2 Minimerror-L

Le but essen tiel de l'appren tissage est de trouv er des p oids qui minimisen t l'erreur

de généralisation "

g

. Cep endan t, en ne disp osan t que d'un ensem ble d'appren tissage

L

�

�ni, on minimise le nom bre d'erreurs "

t

sur les exemples de cet ensem ble, en

esp éran t que les p oids trouv és minimisen t aussi "

g

. Ceci p eut se p oser formellemen t

comme la minimisation de la fonction de coût suiv an te :

E ( ~w ) =

P

X

� =1

� ( � 

�

( ~w )) (4.1)

où P est le nom bre d'exemples, 

�

est la stabilité dé�nie par (2.12) de l'exemple � ,

et � est la fonction de Hea viside (équation 2.8). Cette fonction compte simplemen t

le nom bre d'erreurs (ou sorties incorrectes) pro duits par les p oids ~w . La di�culté

p our minimiser cette fonction est qu'elle n'est pas dériv able.

L'algorithme du p erceptron [85 ] est capable de trouv er une solution qui mi-

nimise (4.1) seulemen t si l'ensem ble d'appren tissage est linéairemen t séparable, i.e.

si une solution existe. Il y a d'autres algorithmes qui p ermetten t de trouv er des

solutions optimales en termes de la stabilité [55, 86 ], et de la généralisation [14 , 15 ] si

l'ensem ble est linéairemen t séparable ; mais si l'ensem ble d'appren tissage ne l'est pas,

ils ne s'arrêten t pas. Certains algorithmes [32, 36] détecten t l'absence d'une solution

sans erreurs d'appren tissage, et p ermetten t de trouv er des p oids r aisonnables , mais

ils ne p euv en t pas assurer que les p oids minimisen t le nom bre d'erreurs.

Le but fondamen tal d'un b on algorithme d'appren tissage consiste à trouv er le

v ecteur des p oids ~w qui minimise l'erreur d'appren tissage, et qui maximise les sta-

bilités, p our a v oir un appren tissage robuste. P our cela il n'est pas su�san t de

minimiser le nom bre d'erreurs (le nom bre d'exemples don t les stabilités  � 0 ). Le
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 ; 
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V=[1 - tanh ( b g/2)]/2

b g

V'=1/cosh² (b g/2)

Figure 4.1: La fonction de coût V (  ; � ) =

1

2

[1 � tanh ( �  = 2) ] et sa dériv ée.

coût (4.1) compte de la même façon tous les exemples non appris, quelles que soien t

leurs stabilités. P our p ouv oir extraire l'information des exemples p ertinen ts, qui

constituen t les fron tières en tre classes, il faut mo di�er la fonction de coût.

L'algorithme Minimerror-L [45, 39] minimise la fonction de coût suiv an te :

E ( ~w ; � ) =

P

X

� =1

V ( 

�

; � ) (4.2)

où :

V (  ; � ) =

1

2

(1 � tanh

� 

2

) (4.3)

représen te la con tribution d'un exemple a v ec stabilité  à la fonction de coût. V

dép end d'un paramètre � (p our des raisons qui apparaîtron t plus loin, on in tro duit

T = 1 =� , app elé temp ér atur e ).

Dans la limite où T ! 0 ( � ! 1 ), on a :

V (  ; 1 ) =

8

<

:

0 si  > 0

1 si  < 0

(4.4)
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Chapitre 4. L'algorithme d'appren tissage Minimerror

Dans cette limite, la fonction E ( ~w ; 1 ) (4.2) est égale au coût (4.1) : elle compte

strictement le nom bre d'erreurs commises sur l'ensem ble d'appren tissage. Dans la

limite con traire, quand T ! 1 ( � ! 0) c haque exemple con tribue au coût prop or-

tionnellemen t à sa stabilité.

A temp érature T �nie, les exemples a v ec une grande stabilité p ositiv e  � 0 on t

V � 0 et ceux a v ec  � 0 on t V � 1 . Donc, p our les exemples qui se trouv en t loin

de l'h yp erplan séparateur, E ( ~w ; � ) compte le nom bre de fautes ; mais les exemples

don t les stabilités se trouv en t dans une fenêtre de largeur � 2 T des deux cotés de

l'h yp erplan séparateur ( � 2 =� <  < 2 =� ) , con tribuen t à la fonction de coût pro-

p ortionnellemen t à 1 � �  = 2 : même les exemples bien appris con tribuen t au coût

(4.2). Gordon et Gremp el [42] on t mon tré que si l'ensem ble L

�

est non linéairemen t

séparable, si � est su�sammen t grand (strictemen t dans la limite � ! 1 ) les p oids

minimisen t la fonction de coût (4.2) minimisan t le nom bre d'erreurs d'appren tissage.

P ar con tre, si l'ensem ble d'appren tissage est linéairemen t séparable, il existe une

v aleur optimale de � , telle que les p oids trouv és a v ec Minimerror-L généralisen t a v ec

un erreur "

g

n umériquemen t indiscernable de la v aleur minimale, qui corresp ond au

p erceptron Ba y esien [81].

A temp érature T �nie, (4.2) est dériv able et l'on p eut c herc her son minim um par

une descen te en gradien t, ce que l'on ne p eut pas faire a v ec le coût (4.1). Les p oids

son t mo di�és itérativ emen t :

~w ( t + 1)  ~w ( t ) + � ~ w ( t ) (4.5)

� ~ w ( t ) = � "

@ E ( ~w ; � )

@ ~w

(4.6)

L'équation (4.6) p eut s'écrire comme d'autres algorithmes d'appren tissage du

t yp e itératif Hebbien [81 ] :

� ~ w ( t ) /

P

X

� =1

c

�

( t ) �

�

~

�

�

(4.7)

où le co e�cien t c

�

dép end de l'algorithme

1

. Minimerror-L a comme co e�cien t :

c

�

/

1

cosh

2

( � 

�

= 2)

(4.8)

1

P ar exemple, le Per c eptr on de Stabilité Maximale (MSP) [41 ] a c

�

= �( � � 

�

) , où � est la

stabilité imp osée à l'exemple le moins stable. P our la règle de Widro w-Ho�, c

�

= 1 � 

�

.
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4.2. Minimerror-L

qui a son maxim um à  = 0 et décroît exp onen tiellemen t p our des j  j � 2 T . Ceci

signi�e que la con tribution la plus imp ortan te à la mo di�cation des p oids pro vien t

des exemples situés dans une fenêtre de largeur � 2 T des deux cotés de l'h yp erplan

séparateur, a v ec des stabilités p ositiv es ou négativ es. Les exemples se trouv an t loin

en-dehors de cette fenêtre auron t des co e�cien ts exp onen tiellemen t p etits.

La descen te p eut être faite par la métho de de gradien t simple (4.5) ou de gra-

dien t conjugué [75 ]). Ra�n et Gordon [81] on t utilisé cette dernière métho de p our

trouv er le minim um de (4.2) sur des ensem bles linéairemen t séparables à en trées

binaires. Nous a v ons fait plusieurs tests sur des ensem bles non linéairemen t sépara-

bles en utilisan t les deux métho des et nous a v ons trouv é que la métho de du gradien t

simple prop osée par Gordon et Berc hier [39] a des p erformances sup érieures à celle

du gradien t conjugué, comme on le mon tre plus loin sur des exemples.

Dans les applications, la v aleur de � qui donne les meilleurs résultats est incon-

n ue, car elle dép end de l'ensem ble d'appren tissage. L'idée in tuitiv e la plus imp or-

tan te de l'algorithme consiste à l'a juster en cours d'appren tissage, en com binan t un

r e cuit déterministe a v ec la descen te en gradien t [39] : à c haque itération

2

on décroît

T (d'où le nom de recuit). La v ariation de T implique une mo di�cation du coût, ce

qui amène à considérer à c haque pas un coût di�ér ent , con trôlé par la temp érature.

Cette pro cédure p ermet d'utiliser l'information des exemples qui son t de plus en

plus pr o ches de l'h yp erplan p our le p ositionner.

A�n de trouv er le minim um du coût, on c herc he d'ab ord la direction de la des-

cen te en gradien t à haute temp érature T

0

[39]. Puisque tous les exemples con tribuen t

à l'appren tissage a v ec la même "force", ceci revien t à utiliser la règle de Hebb. Au

fur et à mesure des itérations, on décroît T : la fenêtre devien t de plus en plus

étroite. Quand la temp érature est su�sammen t basse, le nom bre d'exemples dans

la fenêtre de largeur 2 T est négligeable et l'appren tissage s'arrête.

A partir de (4.2) et (4.3) on aura :

@ E ( ~w ; � )

@ w

i

=

X

�

@ V ( 

�

; � )

@ w

i

(4.9)

Où c haque terme de la somme est :

@ V ( 

�

; � )

@ w

i

= �

�

4 k ~w k

�

�

i

�

�

cosh

2

(

� 

�

2

)

�

�

�

�

�

k ~w k

� 

�

w

i

k ~w k

2

�

(4.10)

Mais l'implan tation de Minimerror (Gordon et Berc hier [39 ]) utilise seulemen t :

2

Une itération dans notre con texte représen te le passage de tout l'ensem ble d'appren tissage qui

fournit l'information p our trouv er la b onne p osition de l'h yp erplan séparateur
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@ V ( 

�

; � )

@ w

i

= �

�

4

�

�

i

�

�

cosh

2

(

� 

�

2

)

(4.11)

où le préfacteur "� = 4 est remplacé par un seul facteur � :

� ~ w ( t ) = � �

�

�

i

�

�

cosh

2

(

� 

�

2

)

(4.12)

et le dernier terme de (4.10) est remplacé par une normalisation des p oids :

~w ( t + 1)  

~w ( t + 1)

k ~w ( t + 1) k

(4.13)

Le c hoix de la temp érature a une in�uence directe sur l'asp ect du "pa ysage"

dé�ni par la fonction E ( ~w ; � ) : à haute temp érature T on aura un pa ysage de

"collines" douces a v ec des v ariations d'amplitude p eu imp ortan tes en tre un sommet

et une v allée. P ar con tre, à basses temp ératures, le pa ysage aura des formes de

paliers a v ec des v ariations d'amplitude très fortes en tre con�gurations v oisines.

Quand le critère d'arrêt a été satisfait (v oir 4.2.2), on fait une dernière mi-

nimisation par gradien t conjugué, ce qui p ermet de trouv er le minim um du coût.

Ce dernier pas doit être fait a v ec une fonction de coût légèremen t di�éren te [81] :

E

�

( ~w ; � ) =

P

X

� =1

V ( 

�

; � ) + (

p

N + 1 � k ~w k )

2

(4.14)

car, n'a y an t pas le droit de normaliser les p oids ~w dans la métho de du gradien t con-

jugué, le dernier terme de (4.14) con train t la rec herc he des p oids ~w dans l'h yp ersphère

de ra y on

p

N + 1 .

L'algorithme mo di�e itérativ emen t les p oids suiv an t (4.5) et (4.6) en utilisan t

p our c haque pas une temp érature di�éren te. En e�et, après a v oir mo di�é tous les

p oids, la v aleur de � est augmen tée suiv an t :

� ( t + 1) = � ( t ) + � � ( t ) (4.15)

où � � ( t ) est p etit

3

p our que la fonction de coût soit p eu mo di�ée.

Puisque T = 1 =� , la nouv elle temp érature est :

T ( t + 1) =

T ( t )

1 + T ( t ) � � � ( t )

' T ( t ) � T

2

( t ) � � ( t ) (4.16)

3

En pratique, � � ( t ) est de l'ordre de 10

� 3

.
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4.2. Minimerror-L

La temp érature décroît de plus en plus len temen t lors des itérations successiv es. Ce

pro cédé de rec herc he du minim um à des temp ératures décroissan tes est app elé r e cuit

déterministe .

Empiriquemen t, Gordon et Berc hier [39] on t trouv é que l'on p eut accélérer la

con v ergence si � � est adapté dynamiquemen t, de manière à in tro duire des pas plus

grands lorsque le nom bre d'erreurs d'appren tissage ne v arie pas. P our cela, on

compte le nom bre d'itérations t

s

successiv es p endan t lesquelles le nom bre d'exemples

mal classés n'est pas mo di�é, et � � ( t ) est donné par :

� � ( t + 1) = � �

0

log(1 + t

s

) (4.17)

où � �

0

est une constan te. Si à l'itération t le nom bre d'erreurs d'appren tissage a

dimin ué, on remet le compteur à zéro t

s

( t ) = 0 et � � ( t + 1) = 0 : l'itération suiv an te

se fait à la même temp érature. P ar con tre, si t

s

( t ) 6= 0 , la temp érature est dimi-

n uée a v ec des pas qui augmen ten t logarithmiquemen t a v ec le temps écoulé depuis la

dernière mo di�cation du nom bre d'erreurs.

Le pas de l'algorithme � , souv en t app elé taux d'appr entissage , est aussi adaptable.

Il est fonction de l'itération t et de � . On commence a v ec un � = �

0

p etit, de l'ordre

de 10

� 2

. On v éri�e la v aleur de � toutes les t

0

itérations : si le nom bre d'erreurs à

l'instan t t n'a pas c hangé, on ne mo di�e pas � . P ar con tre, si ce nom bre a c hangé,

on réduit � en le m ultiplian t par un facteur q en tre 0 et 1. Empiriquemen t, nous

a v ons c hoisi comme facteur q = 0 : 8 , de sorte que :

� ( t + 1) = q � ( t ) (4.18)

p ermet de c herc her de plus en plus �nemen t le minim um.
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Chapitre 4. L'algorithme d'appren tissage Minimerror

4.2.1 In tro duction de deux temp ératures

Gordon et Berc hier [39 ] et Ra�n et Gordon [81] on t étudié la p erformance de

l'algorithme Minimerror-L a v ec l'utilisation de deux temp ératures : une temp éra-

ture T

�

p our les exemples mal classés, (  � 0) et une autre, T

+

p our ceux a v ec

stabilité p ositiv e (  > 0) , a v ec T

�

> T

+

. Les exemples mal classés, son t donc con-

sidérés à une temp érature plus haute que les autres. Les deux temp ératures p euv en t

être in terprétées comme deux fenêtres di�éren tes : l'une étroite p our les exemples

bien appris (a v ec des stabilités p ositiv es) et une autre plus large p our les exemples

à stabilités négativ es. Ainsi, puisque T

�

> T

+

, les modi�cations des p oids son t plus

sensibles aux exemples non appris. Le rapp ort des temp ératures est indiqué par :

	 =

�

+

�

�

(4.19)

La fonction de coût a v ec deux temp ératures s'écrit :

E ( ~w ; �

�

; �

+

) =

X



�

� 0

V ( 

�

; �

�

) +

X



�

> 0

V ( 

�

; �

+

) (4.20)

La descen te en gradien t est donnée par :

~w ( t + 1)  ~w ( t ) + � ~ w ( t ) (4.21)

� ~ w ( t ) = �

X

�

� ~ w

�

(4.22)

� w

�

i

= �

�

�

i

�

�

cosh

2

�

�



�

2

si 

�

� 0

� w

�

i

= �

�

�

i

�

�

cosh

2

�

+



�

2

si 

�

> 0 (4.23)

où nous a v ons dé�ni � = "� = 4 . C'est cette quan tité � qui sera considérée désormais

le pas d'appren tissage.

On pro cède de la même façon qu'a v ec une seule temp érature, en gardan t le

rapp ort 	 = �

+

=�

�

constan t. Quand le critère de con v ergence est satisfait, on

fait la dernière minimisation (a v ec la métho de du gradien t conjugué) à une seule

temp érature, que l'on prend égale à 1 =�

+

p our tous les exemples, de manière à

minimiser la fonction de coût originale (4.2) à temp érature T = 1 =�

+

, qui est la

plus p etite des deux temp ératures T

+

, T

�

.
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4.2. Minimerror-L

4.2.2 Le critère d'arrêt

Nous a v ons trouv é un critère d'arrêt adéquat p our la minimisation de la fonction de

coût qui p ermet de bien placer l'h yp erplan séparateur (a v ec une précision donnée),

sans b esoin de faire les dernières itérations, souv en t in utiles.

P our cela, nous arrêtons les itérations dès que tous les exemples satisfon t :

j � 

�

j > d (4.24)

a v ec � = �

+

si 

�

> 0 , � = �

�

si 

�

< 0 . La quan tité d > 0 est une distance à

l'h yp erplan séparateur. A v ec ce critère, l'algorithme s'arrête dès qu'aucun exemple

ne se trouv e dans une fenêtre de largeur d=� , des deux côtés de l'h yp erplan sépara-

teur, même si le gradien t n'est pas n ul. Les termes négligés son t tous plus p etits que

cosh

� 2

( d= 2) , et si l'on c hoisit d su�sammen t grand, le fait de négliger ces termes

n'aura pas de conséquences. Nous a v ons trouv é empiriquemen t que d = 2 : 5 est

un b on compromis en tre la précision du placemen t de l'h yp erplan et la vitesse de

con v ergence de l'algorithme, indép endammen t de l'application.

4.2.3 La normalisation des en trées

L'algorithme Minimerror-L a trois paramètres : le rapp ort 	 = �

+

=�

�

, le pas de

l'algorithme � et le c hoix initial du pas de refroidissemen t � � . A�n de rendre ces

paramètres les plus indép endan ts p ossible de la nature du problème, nous a v ons

c hoisi de faire une normalisation des en trées

~

�

�

. En appliquan t une transforma-

tion linéaire adéquate, on p eut ramener toutes les v ariables à a v oir des ordres de

grandeur sem blables [8]. Ainsi, nous a v ons pu déterminer des v aleurs standar d p our

les paramètres de l'algorithme. Ceci p ermet d'obtenir des résultats satisfaisan ts sans

a v oir à les régler p our c haque nouv eau problème.

Nous appliquons la transformation linéaire standard de c haque comp osan te :

e

�

�

i

=

�

�

i

� h �

i

i

4

i

(4.25)

où 1 � i � N . La mo y enne h �

i

i et la v ariance 4

i

de c haque comp osan te étan t

dé�nies comme d'habitude :

h �

i

i =

1

P

P

X

� =1

�

�

i

(4.26)
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4

i

2

=

1

P

P

X

� =1

( �

�

i

� h �

i

i )

2

=

1

P

P

X

� =1

( �

�

i

)

2

� h �

i

i

2

(4.27)

leur calcul ne nécessite qu'une seule lecture de l'ensem ble des P exemples.

La rec herc he des p oids se fait dans un nouv el espace d'en trées standardisées

e

~

�

�

,

où on v a noter les p oids ~ | , et la stabilité e

�

; on écrit :

e

�

=

�

�

k ~ | k

�

~ | �

e

~

�

�

�

(4.28)

=

�

�

k ~ | k

(

j

0

+

N

X

i =1

�

�

�

i

� h �

i

i

4

i

�

j

i

)

(4.29)

=

�

�

k ~ | k

(

N

X

i =1

j

i

4

i

�

�

i

+ j

0

�

N

X

i =1

j

i

4

i

h �

i

i

)

(4.30)

Après l'appren tissage, la transformation in v erse est appliquée aux p oids :

w

0

= k ~ | k

j

0

�

N

P

i =1

j

i

h �

i

i = 4

i

r

h

j

0

�

P

N

i =1

j

i

h �

i

i = 4

i

i

2

+

h

P

N

i =1

j

i

= 4

i

i

2

w

i

= k ~ | k

j

i

= 4

i

r

h

j

0

�

P

N

i =1

j

i

h �

i

i = 4

i

i

2

+

h

P

N

i =1

j

i

= 4

i

i

2

(4.31)

La standardisation (4.26) et (4.27) est complètemen t transparen te p our l'utilisateur :

a v ec les p oids renormalisés (4.31), le classi�eur s'applique aux nouv eaux exemples,

dé�nis dans les unités de l'utilisateur, sans b esoin de les standardiser.

Ce pro cédé corresp ond à ramener tous les exemples de l'ensem ble d'appren ti-

ssage au v oisinage d'un h yp ercub e de coté 2, cen tré sur la mo y enne. Le nouv el

ensem ble ainsi dé�ni,

e

~

�

�

a la propriété d'a v oir des comp osan tes de mo y enne zéro et

de déviation standard unitaire. Ils on t donc une distribution don t les deux premiers

momen ts son t iden tiques à ceux des exemples binaires utilisés p our mettre au p oin t

les v aleurs n umériques des paramètres � , 	 = �

+

=�

�

et � � de l'algorithme. Les p oids

après l'appren tissage son t renormalisés p our être appliqués dans l'espace initial des

en trées. On n'a pas b esoin de mémoriser h �

i

i ni 4

2

i

. D'autres algorithmes on t b esoin

de garder h �

i

i et 4

2

i

, ce qui en princip e équiv aut à augmen ter la complexité de la

mac hine.

La minimisation de la fonction E ( ~w ; �

�

; �

+

) est réalisée a v ec les v aleurs sui-

v an tes :
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�

+

�

�

= 6

� = 0 : 02

� �

0

= 0 : 001

Les v aleurs de ces paramètres on t été déterminées p our des exemples à en trées

binaires situés sur les sommets d'un h yp ercub e à dimension N (comme par exemple

les problème du X OR ou de la N -P arité

4

). Ces v aleurs donnen t de b ons résultats

dans la plupart des cas.

4.2.4 Exemples

Dans cette section nous allons présen ter les p erformances de Minimerror-L sur

quelques problèmes, ainsi que des tests sur la robustesse des solutions trouv ées.

Dép endance suiv an t la métho de de minimisation

Cette exp érience nous a p ermis de c hoisir la métho de de minimisation du coût (4.3).

P our cela, nous a v ons préparé des ensem bles d'appren tissage L

�

a v ec des exemples

à en trées binaires

~

� c hoisies au hasard a v ec des probabilités p ( �

�

i

= +1) = p ( �

�

i

=

� 1) =

1

2

et sorties � = � 1 a v ec des probabilités p ( � = +1) = p ( � = � 1) =

1

2

. Ceci

p ermet d'obtenir des ensem bles d'appren tissage a v ec une forte probabilité de n'être

pas linéairemen t séparables, même p our des v aleurs de N p etites. Nous a v ons créé

des ensem bles L

�

p our des v aleurs � = 2 ; 3 ; � � � ; 6 , a v ec N = 20 et P = � N . Le

nom bre de sim ulations a été de 30.

4

La N � P arité est la fonction b o oléenne qui a comme sortie �

�

= +1 si le nom bre de bits dans

l'état +1 d'une en trée binaire

~

�

�

est pair, �

�

= � 1 autremen t. La N � P arité à deux en trées est le

complémen t du célèbre problème du X OR , qui a démon tré la faiblesse du p erceptron [70 , 49 ] dans

des tâc hes non LS et qui sert (encore) p our tester des algorithmes.
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N = 20,  30  tests b=µ  (théorique)

 b=20 (théorique)

 Gradient conjugué
 Gradient simple

e
t

a

Figure 4.2: Erreur d'appren tissage "

t

obten ue a v ec gradien ts simple et conjugué en

fonction de � . N = 20 en trées binaires et sortie � = � 1 aléatoire.

Mo y ennes sur 30 ensem bles d'appren tissage.

Les métho des de gradien t simple (4.5) et de gradien t conjugué on t été comparées

sur les mêmes ensem bles d'appren tissage : l'appren tissage à été fait a v ec le recuit

déterministe a v ec deux temp ératures et la minimisation �nale à � a v ec un seul pas

de gradien t conjugué, comme on l'a v ait déjà indiqué.

Nous présen tons dans la �gure 4.2 la fraction d'erreurs d'appren tissage "

t

comme

fonction de � a y an t appris soit a v ec le gradien t simple soit a v ec le gradien t con-

jugué. Nous mon trons aussi les courb es théoriques corresp ondan ts à � = 20 et

� = 1 . On v oit que le gradien t simple p ermet de bien classer une quan tité plus

grande d'exemples que le gradien t conjugué. Bien que le gradien t conjugué ait bien

des a v an tages sur le gradien t simple (rapidité de con v ergence grâce à la moindre

sensibilité de l'augmen tation du �

�

) dans le cas d'exemples qui son t linéairemen t

séparables [81], ce n'est pas le même comp ortemen t si les exemples ne le son t pas.

Du fait que le gradien t conjugué c herc he toujours le minim um minimorum de la fonc-

tion de coût (a v ec une seule itération), il p eut rester piégé dans un minim um lo cal.

P ar con tre, a v ec le gradien t simple nous nous appro c hons du minim um mais p etit à

p etit, et la descen te con trôlée de la temp érature p ermet, en princip e d'éc happ er des

minim ums lo caux.
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4.2. Minimerror-L

Dép endance suiv an t l'initialisation des p oids

P our v éri�er exp érimen talemen t l'imp ortance du p oin t de départ des p oids p our la

minimisation, nous a v ons préparé des ensem bles d'appren tissage L

�

non linéaire-

men t séparables a v ec des en trées

~

� c hoisies au hasard et des sorties � = � 1 , de

la même manière que p our le test précéden t. Nous a v ons créé 30 ensem bles L

�

p our des v aleurs � = 2 ; 3 ; � � � ; 6 , en c hoisissan t la métho de du gradien t simple p our

la minimisation, compte ten u des résultats obten us dans l'exp érience an térieure.

L'initialisation des p oids ~w a été :

� (a) Au hasard : w

i

= aléatoire [ � 1 ; +1] ; i = 0 ; � � � ; N

� (b) A v ec la règle de Hebb : w

i

=

P

�

�

�

i

�

�

; i = 0 ; � � � ; N

Dans les deux cas, on normalise les p oids : ~w  ~w = k ~w k .

1 2 3 4 5 6 7
0,00

0,05

0,10

0,15

0,20

Gradient simple

N = 20,  30  tests b=µ  (théorique)

 b=20 (théorique)

 Initialisation aléatoire
 Initialisation d'Hebb

e
t

a

Figure 4.3: Dép endance à l'initialisati on Hebb/Aléatoire. Erreur d'appren tissage "

t

obten ue a v ec le gradien t simple en fonction de � , p our P = � N exemples.

N = 20 en trées binaires et sortie � = � 1 aléatoire. Mo y ennes sur 30

ensem bles d'appren tissage.

A partir des courb es de la �gure 4.3, on p eut conclure qu'il est préférable

d'initialiser les p oids a v ec la règle de Hebb, en b on accord a v ec le résultat théorique :

le minim um du coût à haute temp érature corresp ond à la règle de Hebb.
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Chapitre 4. L'algorithme d'appren tissage Minimerror

Comparaison du nom bre d'ép o ques

Nous a v ons comparé le nom bre d'itérations (ou ép o ques) nécessaires p our résoudre

une tâc he linéairemen t séparable a v ec Minimerror-L par rapp ort à l'algorithme du

p erceptron. P our cela, nous a v ons créé des ensem bles d'appren tissage linéairemen t

séparables engendrés par un p erceptron professeur ~ v , les en trées binaires

~

� on t été

c hoisies au hasard a v ec des probabilités p ( �

�

i

= +1) = p ( �

�

i

= � 1) =

1

2

et les sorties

suiv an t � (

~

� ) = signe( ~ v �

~

� ) .

Des ensem bles d'appren tissage p our N = 20 ; 50 ; 100 a v ec P = � N exemples

( � = 0 : 5 ; 1 ; 1 : 5 ; � � � ; 10 ) on t été utilisés. Dans les �gures 4.4 ( N = 20 ; N = 50 et N =

100 ) on mon tre que Minimerror-L con v erge en un nom bre d'ép o ques plus ou moins

indép endan t de la taille de l'ensem ble d'appren tissage. P ar con tre, l'algorithme du

p erceptron nécessite un nom bre d'ép o ques croissan t a v ec � et ave c N p our p ouv oir

séparer les mêmes exemples. Mais bien en tendu, une ép o que de l'algorithme du

p erceptron est b eaucoup plus simple que celle de Minimerror-L.
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Figure 4.4: Ensem bles linéairemen t séparables : comparaison des p erformances de

Minimerror-L a v ec l'algorithme du p erceptron. Mo y ennes sur 30 ensem-

bles d'appren tissage.
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Chapitre 4. L'algorithme d'appren tissage Minimerror

Illustrations à deux dimensions

� 1) Nous mon trons d'ab ord un problème à deux dimensions N = 2 a v ec un

ensem ble L

�

de P = 200 exemples générés au hasard a v ec des probabilités

p ( �

�

i

= +1) = p ( �

�

i

= � 1) =

1

2

. Les classes � son t données par un p erceptron

professeur de p oids ~ v , suiv an t � = signe( ~ v �

~

� ) qui a assuré la séparabilité

linéaire. Nous a v ons mesuré l'erreur de généralisation par "

g

=

1

�

arccos( R )

où :

R =

~ v � ~w

k ~ v kk ~w k

(4.32)

Nous mon trons dans la �gure 4.5 le professeur ~ v et la solution ~w trouv ée par

Minimerror-L.

-1,0 -0,5 0,0 0,5 1,0
-1,0

-0,5

0,0

0,5

1,0

élève w

professeur v

 t =+1

 t =-1

x
2

x
1

Figure 4.5: Solution d'un ensem ble linéairemen t séparable engendré par un p ercep-

tron professeur ~ v , a v ec N = 2 ; P = 200 . Le p erceptron élèv e est ~w , et

R = 0 : 999831 . "

g

=

1

�

arccos ( R ) = 0 : 018 .

� 2) Nous mon trons ensuite un problème non linéairemen t séparable à deux

dimensions N = 2 . Nous a v ons préparé un ensem ble d'appren tissage L

�

de

P = 200 exemples à en trées binaires

~

� c hoisies au hasard a v ec des probabilités

p ( �

�

i

= +1) = p ( �

�

i

= � 1) =

1

2

. Un p erceptron professeur de p oids ~ v , donne

les sorties � = signe ( ~ v �

~

� ) , que nous a v ons bruitées en c hangean t au hasard le

signe de la classe des exemples pro c hes de l'h yp erplan dé�ni par le professeur.

La classe des exemples don t la stabilité est inférieure à 0 : 1 , c'est-à-dire, les
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   b+=5.0    f=10 R= 0.997416 

   b+=10.0  f=7   R= 0.999135  

   b+=58.2  f=6   R= 0.998635   

x
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Figure 4.6: Solutions trouv ées a v ec un ensem ble non linéairemen t séparable. N = 2 ,

P = 200 . L'appren tissage a été arrêté à des v aleurs de �

+

= 2 : 5 ; 5 ; 10 et

�

+

= 58 : 2 , donné par le critère d'arrêt, qui p ermet de trouv er le nom bre

minim um de fautes f = 6 .

exemples se trouv an t à une distance de moins de 0.1 de l'h yp erplan professeur,

est mis à � � . L'ensem ble ainsi obten u est non linéairemen t séparable. Dans

la �gure 4.6 nous mon trons plusieurs solutions ~w

k

en fonction de la v aleur du

paramètre � où nous a v ons arrêté la minimisation.

Robustesse des solutions

La robustesse des réseaux de neurones implan tés à l'aide de circuits électroniques di-

gitaux p eut s'a v érer une propriété imp ortan te dans certains milieux hostiles (bruit,

ra y onnemen t) [13, 90 , 79]. L'e�et de ces milieux p eut se traduire soit par des altéra-

tions des p oids mémorisés, soit par des altérations des en trées présen tées

5

. C'est

p ourquoi nous nous sommes in téressés aux e�ets des altérations des bits sur des p er-

ceptrons en traînés a v ec Minimerror-L, mo di�an t tan t les p oids ~w que les en trées

~

� .

5

En particulier, l'un des e�ets considérés critiques p our des applications em barquées (satellites,

sondes,...) est l'in v ersion du con ten u des cellules de mémorisation comme résultat de l'impact d'une

particule c hargée (e�et dit Single Event Upset .)
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Chapitre 4. L'algorithme d'appren tissage Minimerror

Nous a v ons étudié des p erceptrons de taille N = 50 . Les ensem bles d'appren ti-

ssage L

�

on t été engendrés par un p erceptron professeur, ce qui assure la séparabilité

linéaire. L'in�uence de la taille des ensem bles d'appren tissage (con trôlée par � ), sur

la probabilité de généralisation a été l'un des paramètres considérés. Nous a v ons

fait trois t yp es de tests [3]:

� 1. Altération des en trées.

Nous a v ons altéré b bits au hasard p our c haque exemple � de l'ensem ble

d'appren tissage. Si la rép onse du p erceptron face à l'exemple corrompu est

la même que celle face à l'exemple original, on le considère comme étan t bien

reconn u. Des mo y ennes sur 200 ensem bles d'appren tissage di�éren ts de la

fraction d'exemples bien reconn us � (p ourcen tage de rép onses correctes) p our

� = 1 ; 2 ; � � � ; 6 en fonction du nom bre de bits altérés son t mon trées dans la

�gure 4.7. La dégradation est appro ximativ emen t linéaire par rapp ort à b , à

� constan te :

� (%) �

100( N � b )

N

� 2. Altération des p oids co dés comme des nom bres réels.

Nous a v ons déterminé la quan tité � par rapp ort à l'altération des p oids. On

a sto c k é les p oids comme des v aleurs réelles d'après le standard IEEE 754

6

.

P our c haque p erceptron en traîné, la sortie � a été év aluée après a v oir mo di�é

c hacun des bits de c haque p oids. La mo y enne de � sur N = 50 p oids de c haque

p erceptron sur l = 50 ensem bles d'appren tissage est présen tée dans la �gure

4.8 comme fonction de la p osition du bit altéré et dans la �gure 4.9 comme

fonction de � . Comme on l'attendait, la mo di�cation du bit de signe p erturb e

la reconnaissance de l'exemple, l'altération de l'exp osan t est catastrophique

mais seulemen t 4 ou 5 bits de la man tisse sem blen t être sensibles. En e�et, la

man tisse est co dée sur 23 bits et les p erturbations causen t des erreurs seule-

men t p our 40% des bits de p oids fort.

6

Dans la norme IEEE 754, le bit 0 corresp ond au signe, les bits 1 à 8 à l'exp osan t et les bits 9

à 31 à la man tisse.
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4.2. Minimerror-L

� 3. Altération des p oids comme des nom bres en tiers.

Le même test qu'en 2 a été refait, mais en sto c k an t les p oids comme des en tiers

co dés sur 16 bits, le bit 0 étan t le bit de signe. Comme on v oit dans les �gures

4.10 en fonction du n uméro du bit et 4.11 en fonction de � , la reconnaissance

globale est moins dramatiquemen t a�ectée p our des p oids en tiers que p our des

p oids réels. En e�et, les bits 8 à 15 n'on t guère d'in�uence sur la sortie.
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Figure 4.7: P ourcen tage de dégradation vs. le nom bre de bits altérés, p our N = 50 .

Les écart-t yp es (de l'ordre de 10% ) ne son t pas mon trés p our des raisons

de clarté du dessin.
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Figure 4.8: Dégradation mo y enne de la reconnaissance en fonction du n uméro de bit

i = 0 ; � � � ; 31 . N = 50 . P oids sto c k és comme réels de 32 bits. P ar la

clarté du dessin, les écart-t yp es (de l'ordre de 10% ) ne son t pas mon trés.

1 2 3 4 5 6
50

60

70

80

90

100

T
au

x 
m

oy
en

 d
e 

re
co

nn
ai

ss
an

ce
 (

%
)

a

Figure 4.9: Dégradation mo y enne de la reconnaissance en fonction de la taille de

l'ensem ble d'appren tissage, � . P oids sto c k és comme réels de 32 bits.
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Figure 4.10: Dégradation de la reconnaissance en fonction du n uméro de bit i =

0 ; � � � ; 15 . N = 50 . P oids sto c k és comme en tiers de 16 bits. Les écart-

t yp es (de l'ordre de 10% ) ne son t pas mon trés.

1 2 3 4 5 6
50

60

70

80

90

100

T
au

x 
m

oy
en

 d
e 

re
co

nn
ai

ss
an

ce
 (

%
)

a

Figure 4.11: Dégradation mo y enne de la reconnaissance en fonction de la taille de

l'ensem ble d'appren tissage, � . P oids sto c k és comme en tiers de 16 bits.
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4.3 Minimerror-S

Dans la �gure 4.12 est donné un exemple de p oin ts qui ne son t pas linéairemen t

séparables par un h yp erplan, mais qu'on p eut séparer par une h yp ersphère. On dit

alors, que ils son t sphériquement sép ar ables (SS).

Ceci a été l'idée de base qui nous a inspiré p our construire une v arian te de

Minimerror, mais en utilisan t des h yp ersphères p our faire des dic hotomies. Une

dic hotomie sphérique est dé�nie par la surface de l'h yp ersphère de ra y on � et de

cen tre ~w , de manière à attribuer une classe aux v ecteurs

~

� se trouv an t à l'in térieur

de l'h yp ersphère et la classe opp osée à ceux se trouv an t à l'extérieur.

t=-1

t=+1

+\SHUSODQ��D�

+\SHUVSKqUH��E�

Figure 4.12: Exemple sc hématique de données en deux dimensions à deux classes

a v ec p olarité négativ e (exemples à sortie � = � 1 en tourés des exem-

ples de la classe opp osée). (a) Solution a v ec un h yp erplan trouv é par

Minimerror-L. (b) Une solution alternativ e sans erreurs, qui p eut être

trouv ée a v ec Minimerror-S.

4.3.1 La stabilité sphérique �

En supp osan t que les exemples à sortie � = +1 en touren t les exemples à sortie

� = � 1 (fait que nous app ellerons p olarité p ositive ), nous a v ons dé�ni une nouv elle

stabilité, que nous app ellerons désormais stabilité sphérique � , en utilisan t le c hamp

radial (2.17) de la façon suiv an te :

�

�

( ~w ) = �

�

"

N

X

i =1

( w

i

� �

�

i

)

2

� �

2

#

� �

�

[ k ~w �

~

�

�

k

2

� �

2

] (4.33)
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où nous a v ons noté le biais � comme un ra y on � . La v aleur

p

j �

�

j est une mesure de

la distance de l'exemple � à la fron tière de l'h yp ersphère cen trée sur ~w , et de ra y on � ,

comme cela est mon tré dans la �gure 4.13. Le signe de �

�

est p ositif si l'exemple

~

�

�

se trouv e à l'in térieur de la sphère et sa classe est � 1 , ou s'il se trouv e à l'extérieur

et sa classe est +1 . Donc, �

�

a des propriétés sem blables à celles de la stabilité

dans le cas des séparations linéaires. En particulier une v aleur p ositiv e de �

�

assure

une classi�cation correcte, et plus �

�

est grand, plus robuste sera la solution trouv ée.

 | l
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Figure 4.13: La stabilité sphérique �

�

de l'exemple � par rapp ort à l'h yp ersphère

cen trée sur ~w , de ra y on � .

P olarité négativ e ou p ositiv e?

La supp osition de p olarité négativ e dans l'équation (4.33) p ourrait ne pas être

adéquate : il n'existe aucune raison p our que les exemples soien t distribués de cette

manière. Là encore, deux situations doiv en t être considérées : l'une où les exemples

dans l'espace des en trées n'on t pas une p olarité p ositiv e ni négativ e, ou bien l'autre

qui considère une p olarité p ositiv e. La première situation indé�nie p eut être traitée

aussi bien a v ec la même stabilité à p olarité négativ e (4.33) qu'aupara v an t. Si l'on

supp ose une p olarité p ositiv e, les dé�nitions de stabilité auraien t le signe opp osé.
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Le problème suiv an t se p ose : quelle h yp othèse de p olarité doit être faite ? Nous

a v ons résolu le problème de façon pragmatique : en utilisan t une p olarité � , qui p eut

être mise à � = � 1 . Ainsi nous apprenons des p oids a v ec � = +1 et a v ec � = � 1 .

Après l'appren tissage, on compte le nom bre de fautes commises par c hacune des

solutions, a v ec � = +1 et � = � 1 et on garde celle qui fait le moindre nom bre

d'erreurs. C'est-à-dire, on utilise la dé�nition de stabilité suiv an te :

�

�

( ~w ) = � �

�

"

N

X

i =1

k w

i

� �

�

i

k

2

� �

2

#

� � �

�

�

k ~w �

~

�

�

k

2

� �

2

�

(4.34)

Après l'appren tissage, lorsque les p oids ~w ; � son t appris, la sortie donnée par le

p erceptron sphérique à une en trée

~

� quelconque est :

� = signe

n

�

h

k ~w �

~

� k

2

� �

2

io

(4.35)

Ainsi, a v ec l'h yp othèse de p olarité p ositiv e ( � = +1) , les exemples à l'extérieur de

l'h yp ersphère auron t une sortie p ositiv e tandis que si la p olarité est négativ e, c'est

les exemples à l'in térieur de l'h yp ershp ère qui auron t une sortie p ositiv e.

A v ec la dé�nition de stabilité (4.34), il p eut se présen ter la di�culté suiv an te :

les exemples qui son t à l'in térieur de l'h yp ersphère con tribueron t à l'appren tissage

a v ec une intensité maximale limitée par la v aleur du ra y on � , car si l'exemple est

situé au cen tre de la sphère, alors j �

max

j = �

2

. P ar con tre, les exemples situés

loin à l'extérieur de la sphère p euv en t a v oir des stabilités bien sup érieures en v aleur

absolue. Bien que ceci ne soit p eut-être pas trop imp ortan t, car le recuit déterministe

de Minimerror restrein t l'appren tissage aux exemples qui son t de plus en plus pro c hes

du b ord de l'h yp ersphère, nous a v ons considéré une dé�nition alternativ e p our la

stabilité. En e�et, le c hamp radial (2.17) p eut être dé�ni comme :

h

r

log

= log

"

N

X

i =1

k w

i

� �

�

i

k

2

#

(4.36)

et la stabilité corresp ondan te par :

�

�

log

( ~w ) = � �

�

log

"

N

X

i =1

k w

i

� �

�

i

k

2

�

2

#

� � �

�

log

"

k ~w �

~

�

�

k

2

�

2

#

(4.37)

qui p eut a v oir des v aleurs de j �

�

j ! + 1 aussi bien si

~

� est à l'in�ni, à l'extérieur

de l'h yp ersphère, qu'au cen tre.
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Les problèmes de stabilité n umérique, quand l'exemple est très pro c he du cen-

tre, son t facilemen t con tournables en limitan t par une b orne inférieure les v aleurs

p ossibles de l'argumen t ( cut-o� ), p our calculer le logarithme.

Il est imp ortan t de remarquer que, quelle que soit la dé�nition utilisée p our la

stabilité, la sortie est donnée par (4.35), car le signe de log k ~w �

~

� k

2

� log �

2

est le

même que celui de k ~w �

~

� k

2

� �

2

.

Nous nous sommes p osés la question de quelle est la dé�nition de la stabilité

qui donne les meilleurs résultats. Nous a v ons utilisé les deux expressions p our la

stabilité sphérique p our faire plusieurs tests sur des ensem bles séparables (LS ou

SS) ou non sphériquemen t séparables. Nous a v ons corrob oré n umériquemen t que

les deux appro c hes son t équiv alen tes, di�éran t seulemen t par le nom bre d'ép o ques

nécessaires p our con v erger : la métho de qui utilise l'expression logarithmique (4.37)

nécessite b eaucoup plus de temps que celle qui utilise l'expression euclidienne, car

il faut calculer la v aleur des logarithmes et comparer a v ec la b orne inférieure ou

cut-o� à c haque itération.

Il est imp ortan t de dire qu'ici on ne fait pas une normalisation des p oids ~w ,

comme p our la dé�nition de la stabilité linéaire. Ceci nous p ermet d'a v oir des

h yp ersphères de tous les ra y ons � p ossibles et cen trées dans des p oin ts ~w quelcon-

ques. Ainsi, si l'on prend un cen tre su�sammen t éloigné des exemples et un ra y on

su�sammen t grand les p erceptrons sphériques son t équiv alen ts à des p erceptrons

linéaires.

L'autre propriété in téressan te qu'on a v ait déjà signalée est que les p erceptrons

sphériques et linéaires on t la même complexité, car le ra y on de l'h yp ersphère prend

la place du biais : � � w

0

. Donc, la complexité d'un réseau de neurones à p ercep-

trons sphériques reste la même que celle d'un réseau construit a v ec des p erceptrons

linéaires.

In tro duisan t les dé�nitions (4.34) ou (4.37) dans la fonction de coût (4.20),

de Minimerror a v ec deux temp ératures ( T

�

et T

+

, a v ec T

�

> T + , et un rapp ort

	 = �

+

=�

�

),

E

�

( ~w ; �

�

; �

+

) =

X

�

�

� 0

V ( �

�

; �

�

) +

X

�

�

> 0

V ( �

�

; �

+

) (4.38)

a v ec V ( �; �

�

) =

1

2

(1 � tanh(

�

�

�

2

)) , on p eut trouv er par minimisation les paramètres

de l'h yp ersphère ( ~w et � ) que nous con tin uerons à app eler p oids.
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Chapitre 4. L'algorithme d'appren tissage Minimerror

L'algorithme de minimisation, que nous app ellerons Minimerror-S, fait une des-

cen te en gradien t qui s'écrit :

� ~ w ( t ) = � "

@ E

�

( ~w ; �

�

; �

+

)

@ ~w

= � "

X

�

@ V ( �

�

; �

�

; �

+

)

@ w

i

� � ( t ) = � "

@ E

�

( ~w ; �

�

; �

+

)

@ �

= � "

X

�

@ V ( �

�

; �

�

; �

+

)

@ �

(4.39)

A v ec la dé�nition euclidienne (4.33) de la stabilité, on a, p our le cen tre :

@ V ( � ; �

�

)

@ w

i

=

�

�

2

( w

i

� �

�

i

)

cosh

2

(

�

�

�

�

2

)

�

�

� (4.40)

et p our le ra y on :

@ V ( � ; �

�

)

@ �

= �

�

�

2

��

�

�

cosh

2

(

�

�

�

�

2

)

(4.41)

Si l'on utilise la dé�nition logarithmique (4.37) de la stabilité, on a :

@ V ( �

log

; �

�

)

@ w

i

= �

�

�

4 k ~w �

~

� k

2

( w

i

� �

�

i

) �

�

�

cosh

2

(

�

�

�

�

log

2

)

(4.42)

et p our le ra y on :

@ V ( �

log

; �

�

)

@ �

=

�

�

4 �

�

�

�

cosh

2

(

�

�

�

�

log

2

)

(4.43)

Dans les deux cas, on utilise �

+

si 

�

> 0 et �

�

si 

�

< 0 .

4.3.2 L'initialisation et l'arrêt

Le cen tre ~w ( t = 0) est initialemen t placé sur le barycen tre (ou cen tre de gra vité) des

exemples à sortie � = � � , donné par :

~w (0) =

1

P

�

X

� j �

�

= � �

~

�

�

(4.44)

où P

�

est le nom bre d'exemples de l'ensem ble L

�

tels que �

�

= � � .
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4.3. Minimerror-S

Le ra y on initial � ( t = 0) est :

� (0) = min

f � j �

�

=+ � g

�

q

k ~w �

~

�

�

k

2

�

(4.45)

qui est égal à la distance euclidienne du barycen tre ~w (0) à l'exemple � le plus pro c he,

qui appartien t à la classe opp osée ( � = � ).

Le critère d'arrêt de la minimisation de (4.38) est le même que celui que nous

a v ons mis au p oin t p our les p erceptrons linéaires, con trôlé par la fenêtre dé�nie par

l'inégalité (4.2.2).

4.3.3 La normalisation des en trées

En ce qui concerne la normalisation des en trées p our les p erceptrons sphériques,

nous utilisons la transformation linéaire suiv an te :

e

�

�

i

 

�

�

i

� h �

i

i

h4i

(4.46)

où h �

i

i est dé�nie par (4.26), mais où h4i est :
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t

1
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i
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1

N

N

X
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4

i

(4.47)

La rec herc he des p oids se fait dans l'espace d'en trées standardisées

e

~

�

�

, où on v a

noter les p oids ~ | , et la stabilité

e

�

�

; on écrit :
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(4.48)

et �nalemen t :

e

�

�

=

� �

�

h4i

2

(

N

X

i =1

�

( �

�

i

)

2

� ( h �
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i + h4i j
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� ( j

0

h4i )
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(4.49)
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Chapitre 4. L'algorithme d'appren tissage Minimerror

Cette pro cédure p ermet de rev enir à l'espace des en trées original de manière simple,

en utilisan t les p oids rénormalisés suiv an ts :

�

2

= ( h4i j

0

)

2

w

i

= h4i j

i

+ h �

i

i (4.50)

Puisque h4i > 0 par dé�nition, (v oir 4.47), on a :

signe

2

4

 

~w �

~

� � h

~

� i

h4i

!

2

� �

2

3

5

= signe

�

h �

~w h4i + h

~

� i

�

�

~

�

i

2

� h4i

2

�

2

�

(4.51)

Donc, la sortie (4.35) donnée par les p oids ( ~w ; � ) dans l'espace des en trées original

est la même que la sortie donnée par les p oids renormalisés (4.50).

4.3.4 Exemples de séparations sphériques

Les p erceptrons sphériques p euv en t-ils résoudre des problèmes linéairemen t sépara-

bles ? La rép onse est a�rmativ e dans la mesure où l'on p ermet que le cen tre ~w

puisse s'éloigner à l'in�ni en même temps que le ra y on div erge. Co v er mon tre que

séparabilité linéaire implique séparabilité sphérique, qui à son tour implique sépara-

bilité quadratique, mais le cas con traire n'est pas toujours vrai [19].

Nous allons présen ter quelques exemples en deux dimensions, a�n de rendre plus

in tuitiv es les explications.

� Dans la �gure 4.14, nous mon trons un ensem ble d'appren tissage L

�

à N = 2

en trées et P = 200 exemples, qui est linéairemen t séparable, donc soluble par

un p erceptron linéaire. Minimerror-L trouv e une solution qui est représen tée

par la ligne droite. P our le même ensem ble, Minimerror-S trouv e comme

solution un cercle cen tré sur ~w = f 10 : 58 ; 6 : 85 g a v ec un ra y on � = 12 : 62 .
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Figure 4.14: Exemple linéairemen t/sphériquemen t séparable résolu par un p ercep-

tron linéaire et un autre sphérique.

� Dans la �gure 4.15 on mon tre un problème trivial a v ec P = 10 exemples

disp osés de façon non linéairemen t mais sphériquemen t séparable. Nous mon-

trons le cen tre initial de la minimisation, ou cen tre de gra vité des exemples,

~w (0) = f 0 : 355 ; � 0 : 137 g et le ra y on initial � (0) = 0 : 499 trouv és a v ec les

équations (4.44) et (4.45). La solution trouv ée a v ec Minimerror-S de cen tre

~w = f 0 : 91 ; � 0 : 07 g et ra y on � = 0 : 86 , est aussi représen tée.

� Dans la �gure 4.16 on mon tre un problème plus di�cile, de P = 200 exemples

en dimension N = 2 . La classe � = � 1 à été donnée par deux professeurs

de p olarité � = +1 a v ec cen tres : ~w

1

= f� 0 : 30 ; 0 : 00 g et ~w

2

= f +0 : 30 ; 0 : 00 g

resp ectiv emen t, et de ra y ons �

1

= �

2

= 0 : 5 . Dans l'ensem ble d'appren tissage

il y a P

1

= 38 exemples de classe � 1 donnés par le premier professeur et

P

2

= 29 exemples de classe � 1 donnés par le deuxième professeur. P armi eux,

b eaucoup d'exemples a v ec � = � 1 formen t une région à fron tière complexe

près du cen tre de l'espace des en trées. On mon tre la solution �nale qui attein t

le nom bre minim um de fautes a v ec un seul p erceptron sphérique. Ce problème

sera repris au Chapitre 5, p our illustrer la solution complète pro duite par notre

algorithme constructif.
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Chapitre 4. L'algorithme d'appren tissage Minimerror

� Finalemen t, dans la �gure 4.17 on mon tre un problème a v ec P = 200 exemples

disp osés de façon non séparable par une seule sphère. En e�et, les exemples

on t été c hoisis aléatoiremen t dans deux régions non connexes, de cen tres ~w

g

=

f� 0 : 5 ; 0 : 0 g ; ~w

d

= f 0 : 5 ; 0 : 0 g et de ra y ons �

g

= �

d

= 0 : 25 . La région gauc he a

P

g

= 7 exemples à sortie � = � 1 , l'autre en a P

d

= 11 . L'initialisation sur le

cen tre de gra vité est ~w (0) = f 0 : 02 ; 0 : 03 g , � (0) = 0 : 41 . A partir d'elle, le cen tre

év olue jusqu'à se situer sur ~w = f 0 : 49 ; 0 : 00 g , a v ec un ra y on �nal de � = 0 : 21 .

-1,0 -0,5 0,0 0,5 1,0
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-0,5

0,0

0,5
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ww(0)

Finale
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 t =+1

 t =-1

x
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Figure 4.15: Exemple sphériquemen t séparable trivial, résolu par un p erceptron

sphérique. On mon tre l'initialisati on des p oids et la solution �nale

trouv ée par Minimerror-S.
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���� ���� ��� ��� ���
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����

���

���

��� �t  �

�t  ��
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x�

Figure 4.16: Exemple non séparable. On mon tre la solution trouv ée par Minimerror-

S ~w = f 0 : 019 ; 0 : 094 g ; � = 0 : 616 . qui minimise le nom bre d'erreurs.

���� ���� ��� ��� ���
����

����

���

���

���
 t =+1

 t =-1

x2

x1

Figure 4.17: Exemple non séparable par une seule sphère. Le p erceptron sphérique

en traîné par Minimerror-S ~w = f 0 : 489 ; 0 : 004 g ; � = 0 : 206 , sépare la

région (droite) a v ec un nom bre plus imp ortan t d'exemples à sortie � =

� 1 .
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4.4 Conclusion

L'algorithme d'appren tissage Minimerror-L, p our le p erceptron simple, a été décrit.

Minimerror trouv e un ensem ble de p oids ~w qui minimise une fonction de coût, par

une descen te en gradien t com binée a v ec un recuit déterministe. Si une solution ex-

iste, l'algorithme minimise l'erreur de généralisation ; sinon, il trouv e les p oids qui

minimisen t le nom bre d'erreurs commises sur l'ensem ble d'appren tissage.

A partir de l'implémen tation existan te de Minimerror, nous a v ons trouv é un

critère d'arrêt satisfaisan t (basé sur les propriétés du recuit déterministe), qui p ermet

d'éviter des itérations souv en t in utiles. Des tests sur des ensem bles d'appren tissage à

en trées binaires nous on t p ermis de régler les trois paramètres libres de Minimerror-

L (le rapp ort de temp ératures, la temp érature initiale et le c hoix de croissance de

cette temp érature). Ainsi, une standardisation adéquate des en trées à été trouv ée, ce

qui p ermet d'obtenir des résultats satisfaisan ts sans b esoin de régler les paramètres

p our c haque nouv eau problème, ainsi que de rev enir facilemen t à l'espace des en trées

original.

Nous a v ons aussi prop osé deux dé�nitions alternativ es d'une nouv elle stabilité � ,

basée sur des propriétés d'un c hamp radial (prop ortionnel à la distance des exemples

à la surface d'une h yp ersphère). Cette stabilité nous a p ermis de généraliser à des

p erceptrons sphériques l'algorithme d'apprentissage Minimerror. Plusieurs tests sur

des exemples à deux dimensions on t con�rmé les p erformances de l'algorithme, que

nous a v ons app elé Minimerror-S.

D'autres tests sur le nom bre d'ép o ques nécessaires à la con v ergence, sur le c hoix

de la métho de de minimisation et sur la robustesse on t aussi été décrits.
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Chapitre 5
T rois algorithmes constructifs

5.1 In tro duction

D a ns ce c hapitre, nous présen tons trois heuristiques de croissance que nous a v ons

dév elopp ées p our engendrer des classi�eurs binaires. Les algorithmes Monoplan et

NetLines fon t des séparations par des h yp erplans en utilisan t Minimerror-L p our

l'en traînemen t individuel de c haque p erceptron et l'algorithme NetSphères utilise

Minimerror-S p our faire des séparations h yp ersphériques. Les trois algorithmes p er-

metten t d'engendrer des réseaux à unités cac hées binaires, adaptés à des tâc hes de

classi�cation, et qui présen ten t des b onnes p erformances en généralisation.

Nous a v ons implémen té une pro cédure qui élimine les représen tations in ternes

rép étées, non nécessaires p our l'appren tissage du p erceptron de sortie, v alable dans

les trois métho des.

Nous prop osons égalemen t une stratégie utile p our traiter des problèmes à plu-

sieurs classes qui engendre des arbres de réseaux. Bien que dév elopp ée en rapp ort

a v ec nos algorithmes constructifs, cette stratégie p eut aussi bien utiliser d'autres

classi�eurs binaires.

En général, les problèmes de classi�cation p euv en t se diviser en ceux à en trées

binaires et ceux à en trées réelles. Dans les problèmes à en trées binaires il est tou-

jours p ossible d'isoler des exemples par des h yp erplans, car ils se trouv en t sur les

sommets d'un h yp ercub e à dimension N . Une solution du t yp e gr and-mèr e [64] p eut

rendre les représen tations in ternes séparables. Dans les problèmes à en trées réelles

la situation n'est pas la même, car les exemples p euv en t se trouv er à l'in térieur de

l'h yp ercub e, et la p ossibilité de les isoler n'est pas éviden te. C'est cette remarque

qui est à l'origine du dév elopp emen t succesif des trois algorithmes présen tés dans

ce c hapitre. Nous allons les décrire dans l'ordre où ils on t été dév elopp és et nous

laissons p our le Chapitre 6 la présen tation des applications.
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5.2 Monoplan

Dans l'algorithme Monoplan [95], c haque unité cac hée ra joutée sert à corriger les

erreurs d'appren tissage commises par l'unité précéden te. La construction du réseau

se fait en deux phases :

� Couc he cac hée.

D'ab ord un p erceptron simple apprend l'ensem ble d'apprentissage L

�

a v ec

l'algorithme Minimerror-L. Si le nom bre d'erreurs d'appren tissage est n ul, "

t

=

0 , alors L

�

est linéairemen t séparable et l'algorithme s'arrête. Le réseau ainsi

engendré est un p erceptron simple.

Si "

t

> 0 , ce p erceptron, a v ec ses p oids appris, devien t la première unité cac hée,

h = 1 . On a joute une unité cac hée h + 1 , et on mo di�e les cibles à apprendre.

Les classes des exemples son t remplacées par les cibles suiv an tes : �

h +1

= +1

p our tous les exemples bien classés par l'unité précéden te, et �

h +1

= � 1 p our

ceux mal appris. On p eut résumer ceci par : �

�

h +1

= �

�

h

�

�

h

. Il a été démon tré

[64 , 44 ] que c haque unité est capable d'apprendre au moins un exemple de plus

que l'unité précéden te, ce qui assure la con v ergence de l'algorithme.

Une fois l'appren tissage d'une unité terminé, ses p oids ne son t plus mo di�és.

La couc he cac hée se dév elopp e ainsi, jusqu'à ce qu'une unité ait appris toutes

les sorties correctemen t.

Il a aussi été démon tré que la parité de la représen tation in terne asso ciée

à c haque exemple de l'ensem ble d'appren tissage est la classe de l'exemple.

Cette première phase de construction de Monoplan est iden tique à celle de la

première couc he de l'algorithme O�set [64]. La di�érence réside dans le fait

que ce dernier algorithme implan te la parité a v ec une seconde couc he cac hée,

qui doit être élaguée, alors que Monoplan apprend la sortie a v ec une seule

unité, en ra joutan t des unités cac hées si nécessaire, comme suit :

� P erceptron de sortie.

Dans la deuxième phase de l'algorithme, l'unité de sortie est connectée aux

unités de la couc he cac hée. Cette unité apprend les sorties désirées �

�

. Si les

représen tations in ternes son t linéairemen t séparables, l'unité de sortie p ourra

les apprendre et l'algorithme s'arrête. Si l'unité de sortie � ne trouv e pas

de solution sans erreur, ce qui se pro duit si les représen tations in ternes ne

son t pas linéairemen t séparables, on retourne à la première phase d'a jout

d'unités cac hées, mais cette fois les cibles à apprendre par l'unité cac hée h + 1

son t : �

�

h +1

= �

�

�

�

. Il est p ossible que plusieurs exemples soien t asso ciés à la

même représen tation in terne. C'est-à-dire que les représen tations in ternes son t

dégénérées. Dans 5.5 nous discutons ce p oin t plus en détail, et nous décrirons
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commen t nous a v ons simpli�é l'appren tissage de la sortie en tenan t compte de

cette dégénérescence.

Ce v a-et-vien t en tre ces deux phases con v erge, comme il a été démon tré en [99 ]

(v oir annexe B).

P our résumer, Monoplan commence par engendrer une mac hine à parité : les

sorties v oulues son t la parité des représen tations in ternes, comme il est mon tré en

[64] et en [9]. Cep endan t, con trairemen t à l'algorithme O�set , qui utilise une deux-

ième couc he cac hée p our calculer la parité, si le neurone de sortie détecte que les

représen tations in ternes ne son t pas linéairemen t séparables, Monoplan augmen te la

dimension de la couc he cac hée jusqu'à ce que les représen tations in ternes deviennen t

linéairemen t séparables.

P our illustrer le fonctionnemen t de Monoplan, considérons le problème à deux

dimensions de la 2-P arité (�gure 5.1) : (a) la première unité cac hée trouv e un

h yp erplan ~w

1

qui p ermet de bien classer les deux exemples à sortie � 1 et l'exemple

à sortie +1 du côté p ositif de ~w

1

. L'exemple p ositif restan t est �nalemen t isolé

par un deuxième h yp erplan ~w

2

. Les représen tations in ternes corresp ondan tes son t

mon trées dans la �gure 5.2 (Il faut noter qu'il y a seulemen t 3 représen tations

in ternes di�éren tes).

(b)(a)

-1.0 -0.5 0.0 0.5 1.0

-1.0

-0.5

0.0

0.5

1.0

w2 = {1,-1,-1}
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x1

-1.0 -0.5 0.0 0.5 1.0

-1.0

-0.5

0.0

0.5

1.0

w1 = {-1,1,1}

 t=+1

 t=-1

x2

x1

Figure 5.1: La parité à 2 en trées. (a) unité cac hée 1. (b) Unité cac hée 2.
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w
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 t =+1

 t =-1

x
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x
1

Figure 5.2: La parité à 2 en trées. Représen tations in ternes.

5.2.1 Initialisation des unités

� Initialisation de la première unité.

Compte ten u de la théorie et des résultats exp érimen taux présen tés au Chapitre

4, la première unité est initialisée a v ec la règle de Hebb.

Dans certains problèmes d'appren tissage de fonctions à en trées binaires, comme

la N � parité (v oir Chapitre 6), ce mo de d'initialisation des p oids ne fonctionne

pas, car en raison de la disp osition symétrique des exemples de classes opp osées

dans l'espace des en trées, on obtien t des v aleurs ~w � f 0 ; 0 ; � � � ; 0 g . Dans cette

situation il faut initialiser les p oids a v ec une v aleur aléatoire.

� Initialisation des autres unités.

Il existe plusieurs façons d'initialiser les autres unités cac hées. Nous a v ons

étudié les suiv an tes :

� 1. Aléatoire. Puisque les nouv elles unités a joutées doiv en t corriger les

erreurs de l'unité précéden te, cette initialisation ne sem ble pas être très

astucieuse, car elle place l'h yp erplan a v ec une orien tation arbitraire.

� 2. P oids de l'unité précéden te. Les p oids de l'unité h p euv en t être ini-

tialisés en utilisan t les p oids trouv és p our l'unité h � 1 : ~w

h

 ~w

h � 1

.

Cep endan t, des tests sur la N � P arité n'on t pas donné de résultats satis-

faisan ts.

� 3. Hebb. Rien n'emp êc he d'utiliser cette initialisation, déjà utilisée p our
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5.2. Monoplan

la première unité, p our les unités suiv an tes. En e�et, nous a v ons v éri�é

qu'elle donne de b ons résultats dans la plupart des cas étudiés.

� 4. Initialisation pr oximale . Les p oids son t initialisés p our assurer l'appren-

tissage d'au moins un exemple � (v oir le théorème de con v ergence dans

l'Annexe B) qui a été mal classé par l'unité précéden te :

~w

h +1

= �

�

h

~w

h

� (1 � �

h

) �

�

h

( ~w

h

�

~

�

�

) ^ e

0

(5.1)

où ^e

0

� f 1 ; 0 ; � � � ; 0 g et �

h

est une p etite tolérance : si �

h

= 0 , alors

l'h yp erplan sera situé exactemen t sur l'exemple � . Nous utilisons cette

initialisation si le nom bre d'erreurs obten ues en initialisan t a v ec la règle

de Hebb n'est pas inférieur à celui de l'unité précéden te.

Malgré son élégan te simplicité, l'algorithme Monoplan p eut a v oir des problèmes

quand les en trées son t réelles. L'exemple de la �gure 5.3 p ermet de comprendre où

se trouv e la di�culté. En e�et, Monoplan ne p eut pas trouv er la solution simple

(a), a v ec trois unités cac hées, car dans cet exemple c haque unité désappr end des

exemples bien appris par l'unité précéden te. La solution trouv ée par Monoplan, si

l'on utilise l'initialisati on pro ximale, sera comme celle représen tée en (b), qui n'est

pas optimale, ni du p oin t du vue de l'appren tissage car elle nécessite un grand

nom bre de neurones, ni du p oin t du vue de la généralisation.

2

1

3

--+ +-+ +++

-++

-+-

++-

t =+1
t =-1

(a) (b)

Figure 5.3: Exemple 1: (a) Solution simple (Les représen tations in ternes de c haque

domaine son t indiquées) et (b) Solution compatible a v ec Monoplan qui

essaie d'isoler les exemples mal classés.
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Cette di�culté de l'algorithme face aux exemples à en trées réelles est due au fait

que c haque unité cac hée doit apprendre des cibles qui son t fonctions des erreurs de

l'unité précéden te, et non pas des erreurs à la sortie. C'est p ourquoi nous a v ons

mo di�é l'heuristique de Monoplan a�n de corriger les erreurs du p oin t de vue de la

sortie, en esp éran t ainsi améliorer la capacité de généralisation.
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5.3 NetLines

Comme nous l'a v ons vu, il n'est pas nécessaire de corriger toutes les erreurs com-

mises par les unités cac hées, car il est su�san t que les représen tations in ternes

soien t �dèles et linéairemen t séparables, p our que l'unité de sortie puisse apprendre

les classes des exemples. Si l'unité de sortie est en traînée immédiatemen t après a v oir

a jouté c haque unité cac hée, le réseau p eut découvrir que les représen tations in ternes

son t �dèles et séparables et s'arrêter tout de suite.

Ceci nous a suggéré de suivre une stratégie légèremen t di�éren te p our la croi-

ssance de la couc he cac hée. Nous a v ons app elé cette heuristique N etLines : Neur al

Enc o der T r ough p attern LINEar Sep ar ations , ou co deur neuronal d'exemples par des

séparations linéaires.

5.3.1 Un exemple

Nous allons décrire la stratégie générale de cet algorithme par un exemple en deux

dimensions (v oir �gure 5.4). Les exemples dans la région grisée appartiennen t à

la classe � = +1 , les autres à la classe � = � 1 . L'algorithme pro cède comme

suit : une première unité cac hée est en traînée p our séparer le mieux p ossible les

exemples, et trouv e une solution, disons ~w

1

, représen tée dans la �gure 5.4 par la

ligne étiquetée 1 , a v ec la p oin te de la �èc he v ers le sous-espace p ositif. Comme il

y a encore des erreurs d'appren tissage, une deuxième unité cac hée est in tro duite.

Celle-ci v a être en traînée p our apprendre �

2

= +1 p our les exemples qui on t été

bien classés par le premier neurone, et �

2

= � 1 p our tous les autres (la con v en tion

opp osée p ourrait être adoptée, car toutes les deux son t strictemen t équiv alen tes).

Supp osons que la solution ~w

2

est trouv ée. Alors, l'unité de sortie est connectée aux

deux unités cac hées et est en traînée p our apprendre les sorties originales. Clairemen t

elle ne p ourra pas séparer correctemen t tous les exemples parce que la représen tation

in terne ~ � = ( � 1 ; 1) n'est pas �dèle : il existe des exemples des deux classes qui on t

la même représen tation in terne. Le neurone de sortie est alors annihilé, et une

troisième unité cac hée est a joutée et en traînée p our apprendre les sorties �

3

= +1

p our tous les exemples qui on t été correctemen t classés par le neurone de sortie et

�

3

= � 1 p our tous les autres.

La solution ~w

3

est trouv ée, et il est facile de v oir que main tenan t les représen ta-

tions in ternes son t �dèles, i.e. les exemples qui appartiennen t à des classes di�éren tes

on t des représen tations in ternes di�éren tes. Donc, l'algorithme trouv e 3 fron tières

qui dé�nissen t 6 régions ou domaines dans l'espace des en trées. Il est facile de v éri�er

que les représen tations in ternes attribuées à c haque domaine, et qui son t indiquées

sur la �gure 5.4, son t linéairemen t séparables. Alors, l'unité de sortie p ourra en�n

trouv er la solution correcte à ce problème. Dans le cas où les représen tations in ternes
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3

1

2

- + -

+ - -

- + + 

+ + +

+ - +

+ + -

Figure 5.4: Exemple : les exemples dans la région grisée appartiennen t à une classe,

ceux de la région blanc he, à l'autre. Les lignes (étiquetées 1, 2 et 3)

représen ten t les h yp erplans trouv és a v ec la stratégie de NetLines. Les

�èc hes indiquen t les sous-espaces p ositifs corresp ondan ts. Les représen-

tations in ternes de c haque domaine son t aussi indiquées.

�dèles ne son t pas linéairemen t séparables, le neurone de sortie ne p eut pas trouv er

une solution sans erreurs d'appren tissage, et on doit a jouter des unités cac hées p our

apprendre les sorties �

�

= +1 p our les exemples bien classés et �

�

= � 1 p our les

autres.

Le réseau engendré aura H = h unités cac hées. En Annexe B est présen tée

une solution [44] à la stratégie d'appren tissage qui établit une b orne sup érieure de

P � 1 au nom bre d'unités cac hées, (on rapp elle que P est le nom bre d'exemples à

classer). En pratique l'algorithme �nit a v ec un nom bre plus p etit que P , comme

nous le mon trons au Chapitre 6.

5.3.2 Initialisation des unités

De la même manière que p our Monoplan, l'initialisati on des unités est imp ortan te.

Nous a v ons c hoisi d'initialiser la première unité a v ec la règle de Hebb (plus un

nom bre aléatoire compris en tre [ � 1 ; +1] si la règle de Hebb trouv e des p oids n uls) et

d'utiliser l'initialisation pr oximale (5.1) p our les suiv an ts : ceci assure l'appren tissage

d'au moins un exemple � mal classé par la sortie.
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5.4 NetSphères

Du fait qu'en pratique on a des ensem bles d'appren tissage a y an t un nom bre �ni

d'exemples, le problème de la �gure 5.4 p ourrait être résolu par seulemen t deux

unités sphériques qui, en isolan t les exemples dans les régions blanc hes, rendraien t

les représen tations in ternes séparables par un p erceptron à la sortie. C'est p ourquoi

nous a v ons p ensé à com biner l'heuristique de NetLines a v ec les unités sphériques

présen tées au Chapitre 4.

L'algorithme NetSphères construit un réseau de neurones à une couc he cac hée

d'unités sphériques, et une unité de sortie binaire. Cet algorithme suit la même

heuristique de croissance que NetLines, mais p our l'en traînemen t des p erceptrons

de la couc he cac hée il utilise l'algorithme Minimerror-S a v ec la nouv elle stabilité

sphérique � dé�nie par (4.33) (resp ectiv emen t �

log

dé�nie par (4.37)). Ceci p ermet

d'engendrer des p erceptrons à séparation h yp ersphérique qui fon t des séparations

en tre classes en utilisan t des h yp ersphères et non pas des h yp erplans. Cep endan t,

la sortie reste un p erceptron linéaire tout à fait comme a v ec NetLines ou Monoplan.

Les critères de con v ergence de NetLines resten t v alables p our NetSphères, car il

est éviden t que le nom bre d'erreurs d'appren tissage dimin ue si l'on ra joute des unités

dédiées à isoler les exemples mal classés dans une mer d'exemples bien classés.

Les cibles à apprendre par les unités cac hées son t dé�nies de la même manière

qu'a v ec NetLines, mais il se p eut que ceci ne soit pas l'unique c hoix : le dernier

exemple à la �n de ce c hapitre mon tre qu'on p ourrait a v oir b esoin de b eaucoup

d'unités cac hées p our résoudre certaines tâc hes. C'est p ourquoi nous p ensons que

NetSphères reste un algorithme exp érimen tal, car il faudrait réaliser plus de tests

p our le mettre au p oin t. La com binaison d'h yp erplans et d'h yp ersphères qui engen-

drerait une heuristique h ybride p eut être une autre v oie à explorer.

5.4.1 Initialisation des unités

� Première unité.

On initialise l'unité h = 1 a v ec un cen tre ~w

h

placé sur le barycen tre des exem-

ples, calculé par l'équation (4.44) et un ra y on initial �

0

dé�ni par l'équation

(4.45).

� Initialisation des autres unités.

� La deuxième unité est placée sur un exemple

~

�

�

c hoisi au hasard, parmi

ceux qui n'on t pas été bien classés par la première unité, ( �

�

1

6= �

�

), le

ra y on �

0

est initialisé à un p etit nom bre réel.
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� Les cen tres des unités suiv an tes ( h > 2 ) son t placés sur un exemple

~

�

�

c hoisi au hasard, parmi ceux qui n'on t pas été bien classés par l'unité de

sortie ( �

�

6= �

�

).

5.4.2 Exemples

� Exemple 1. Dans la �gure 5.5 nous mon trons le problème classique de la parité

(équiv alen t au X OR) à 2 en trées.

-1,0 -0,5 0,0 0,5 1,0

-1,0

-0,5

0,0

0,5

1,0

w
1
 = {-0.8,-0.8}  r

1
=2.2

w
2
 = {1.0,1.0}  r

1
=2.3

 t =+1

 t =-1

x
2

x
1

Figure 5.5: La parité à 2 en trées. Un réseau à deux p erceptrons sphériques ~w

1

et ~w

2

p ermet de trouv er la solution. Les représen tations in ternes son t

séparables et l'unité linéaire � a v ec des p oids W = f� 1 : 0 ; 1 : 0 ; 1 : 0 g , donne

la sortie �nale.

� Exemple 2. Dans la �gure 5.6 nous mon trons un problème a v ec P = 200 ex-

emples disp osés de façon non séparable. La région de gauc he a P

1

= 8 exem

ples à sortie � = � 1 , l'autre en a P

2

= 9 . La distribution des P = 200

exemples a été tirée au hasard, et la classe a été donnée par un réseau pro-

fesseur a v ec les paramètres suiv an ts : cen tre gauc he w

�

1

= f� 0 : 50 ; 0 : 00 g et

droit w

�

2

= f +0 : 50 ; 0 : 00 g ; ra y ons �

1

= �

2

= 0 : 50 .
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Figure 5.6: Exemple bidimensionnel (mon tré dans la �gure 4.17) engendré par un

réseau professeur. Un réseau à p erceptrons sphériques trouv e la solution

commençan t par la région de droite (qui a un nom bre plus imp ortan t

d'exemples). Une deuxième unité p ermet d'isoler la région de gauc he.

Un p erceptron linéaire donne la sortie �nale.

0.00

0.49
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-0.50
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s 0=1s 2s 1

Sortiez

x
0=1x2
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Figure 5.7: Réseau engendré par NetSphères p our le problème de la �gure 5.6. On

mon tre les p oids ~w

1

= f 0 : 49 ; 0 : 00 g ; ~w

2

= f� 0 : 50 ; 0 : 02 g et les ra y ons

(biais) corresp ondan ts �

1

= 0 : 20 , �

2

= 0 : 24 p our les unités cac hées, et

p our la sortie � ,

~

W = f� 0 : 88 ; 1 : 06 ; 1 : 05 g .
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L'initialisation sur le cen tre de gra vité donne ~w (0) = f 0 : 02 ; 0 : 03 g . A partir

d'ici, le premier cen tre v a év oluer jusqu'à se situer sur ~w

1

= f 0 : 49 ; 0 : 00 g ,

a v ec un ra y on �nal de �

1

= 0 : 21 . La deuxième unité v a se situer sur ~w

2

=

f� 0 : 50 ; 0 : 00 g , et un ra y on de �

2

= 0 : 24 ; donc toutes les deux assez pro c hes du

réseau professeur utilisé p our générer les exemples. La sortie �nale est donnée

par un p erceptron simple a v ec des p oids W = f� 0 : 88 ; 1 : 06 ; 1 : 05 g . Dans la

�gure 5.7 on a représen té le réseau �nal.

� Exemple 3. Dans la �gure 5.8 nous mon trons le problème d'isolation de coins

(emprun té à [67]), qui a P = 9 exemples disp osés de façon non linéairemen t

séparable. L'initialisation sur le cen tre de gra vité donne ~w (0) = f 0 : 0 ; 0 : 0 g . A

partir d'ici, la p osition du cen tre v a stagner mais le ra y on v a grandir jusqu'à

ce qu'il soit � ( t ) = 1 : 22 . P ar comparaison, nous mon trons aussi une solution

t ypique a v ec NetLines : quatre h yp erplans H

1

; H

2

; H

3

et H

4

son t nécessaires

p our séparer les classes.

-1.0 -0.5 0.0 0.5 1.0

-1.0

-0.5

0.0

0.5

1.0  t =+1

 t =-1

NetSphères avec l
m
 

 r  = 1.22   w = (0.0,0.0)

NetLines (H=4)
 H

1
: y = +x - 1.225

 H
2
: y = +x + 1.220

 H
3
: y = -1.2x + 1.694

 H
4
: -x - 1.509x2

x1

Figure 5.8: Exemple bidimensionnel d'isolation de coins [67]. T andis qu'une seule

unité sphérique est su�san te p our isoler les coins, on a b esoin des quatre

h yp erplans trouv és par NetLines, p our faire la même séparation.
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� Exemple 4. Dans la �gure 5.9 nous mon trons le problème non linéairemen t

séparable de la �gure 4.16, Chapitre 4. Un réseau a v ec h = 8 unités cac hées a

été créé par NetSphères. Bien que la solution puisse apprendre tout l'ensem ble

d'appren tissage, elle n'est pas optimale : il aurait su�t de deux sphères p our

apprendre la structure du professeur. Ce problème n'est pas dû aux initial-

isations des unités, mais surtout à la manière don t on a c hoisi les cibles à

apprendre par les unités cac hées.
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Figure 5.9: Même exemple bidimensionnel que dans la �gure 4.16. On a b esoin de

h uit sphères p our rendre les représen tations in ternes séparables.

5.5 Dégénérescence des représen tations in ternes

Dans les trois algorithmes décrits, on asso cie une représen tation in terne ~ �

�

à c haque

exemple � = 1 ; � � � ; P . Ainsi, il se p eut que plusieurs exemples soien t asso ciés à un

même état dans la couc he cac hée. P ar exemple, dans le problème du X OR les quatre

exemples p euv en t être asso ciés à seulemen t trois états � di�éren ts (�gure 5.2)

1

. Ceci

est un phénomène désirable qu'on app elle c ontr action de l'esp ac e d'entr é es . En e�et,

p our P exemples appartenan t à l'ensem ble d'appren tissage L

�

, on n'aura que P

`

� P

représen tations in ternes ~ �

�

; � = 1 ; � � � ; P

`

.

1

En général, p our la N -P arité on aura N + 1 représen tations di�éren tes.
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Du p oin t de vue du p erceptron de sortie il est su�san t d'apprendre les P

`

représen tations in ternes di�éren tes, en négligean t celles qui son t rép étées, soit dégé-

nérées. En pratique, nous a v ons trouv é que un grand nom bre de représen tations

in ternes rép étées p eut compliquer (v oire emp êc her) le p ositionnemen t correcte de

l'h yp erplan séparateur au niv eau du neurone de sortie a v ec Minimerror.

En e�et, si une représen tation in terne est très dégénérée, elle con tribue a v ec

un co e�cien t c

�

(v oir l'éq. (4.8) au Chapitre 4) m ultiplié par sa dégénérescence

(quan tité de rép étitions). P ar exemple, dans le cas extrême où on n'aurait que

deux représen tations in ternes di�éren tes : �

1

et �

2

, a v ec un seul exemple asso cié

à �

1

et P � 1 exemples asso ciés à �

2

, �

2

est très dégénérée. Si P est très grand,

la con tribution de �

1

à l'appren tissage sera très faible. Dans ce cas, Minimerror

placera l'h yp erplan très près de �

2

, et aura b esoin de b eaucoup d'itérations. Puisque

si deux représen tations in ternes iden tiques son t �dèles, elles ne p euv en t pas donner

des sorties di�éren tes. P our l'appren tissage de la sortie, il est donc su�san t de

garder seulemen t les représen tations in ternes qui son t di�éren tes. C'est p ourquoi

nous gardons une liste a v ec les représen tations in ternes et leurs sorties, don t le co de

binaire (représen té comme un en tier en puissances de 2) est di�éren t. Cet ensem ble

constitue l'ensem ble d'appren tissage non dégénéré f ~ �

�

; �

�

g ; � = 1 ; � � � ; P

`

que

nous utilisons p our l'appren tissage du p erceptron de sortie. Cette pro cédure présen te

l'a v an tage d'un appren tissage plus. La solution obten ue est plus robuste au sens de

la Sous-section 4.2.4.

5.6 Généralisation à des problèmes de plus de 2

classes

Dans cette section nous présen tons une mise en ÷uvre qui p ermet de traiter des

problèmes a y an t un nom bre de classes sup érieur à deux.

La façon usuelle de résoudre des problèmes a y an t plus de deux classes, consiste à

générer autan t de réseaux que de classes. Chaque réseau est en traîné p our séparer les

exemples d'une des classes de tous les autres. Une stratégie de comp étition du t yp e

"le gagnan t prend tout" Winner-T akes-A l l (WT A) , basée sur la v aleur de la somme

p ondérée des sorties en l'équation (2.20), est utilisée p our décider la classe si plus

d'un réseau reconnaît l'exemple présen té. Comme nous utilisons des p oids qui on t

été normalisés, dans notre cas la somme p ondérée à la sortie n'est autre c hose que

la distance à l'h yp erplan séparateur de la représen tation in terne de l'en trée. T ous

les exemples a v ec la même représen tation in terne donneron t donc, la même v aleur

de la somme p ondérée, de façon indép endan te de la p osition relativ e de l'exemple

dans l'espace des en trées. Une forte somme p ondérée du neur one de sortie n'est

pas inconsistan te a v ec de p etites sommes p ondérées au niv eau des neurones cac hés.
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5.6. Généralisation à des problèmes de plus de 2 classes

Donc, une décision naïve du t yp e WT A p ourrait ne pas donner de b ons résultats,

comme mon tre l'exemple décrit dans 6.3.4.

VOTE

Sous-réseau 3

Sous-réseau 2

Sous-réseau 1

Réseau 3

Réseau 2

Réseau 1

x i

z

���

���

���

�������

�������

�������
(Q

W
U

pH
V 927(

Figure 5.10: Un arbre de réseaux à trois classes : le réseau 1 sépare la classe 1

( � = +1 ) des deux autres 2,3 ( � = � 1 ) ; le sous-réseau 1 sépare la

classe 2 ( � = +1 ) de celle 3 ( � = � 1 ). La pro cédure p our les autres

réseaux (et sous-réseaux) est similaire.

Nous prop osons une mise en ÷uvre p our des problèmes à plusieurs classes, qui

résulte en une arc hitecture d'arbre de réseaux. Elle est plus complexe que le WT A ,

et p eut être appliquée à n'imp orte quel classi�eur binaire. Supp osons que nous a v ons

un problème à C > 2 classes. On doit d'ab ord c hoisir dans quel ordre les classes

seron t apprises, soit ( c

1

; c

2

; � � � ; c

C

) . Cet ordre constitue une sé quenc e p articulièr e

d'appr entissage . Etan t donné une séquence particulière d'appren tissage, un premier

réseau apprend à séparer les exemples de la classe c

1

, auxquels nous attribuons

arbitrairemen t la cible �

1

= +1 , de tous les autres (qui auron t des sorties �

1

=

� 1 ). La con v en tion opp osée est tout à fait équiv alen te, et p ourrait être utilisée.

Après l'appren tissage, tous les exemples de la classe c

1

son t éliminés de l'ensem ble

d'appren tissage. Un deuxième réseau est en traîné à séparer les exemples de la classe

c

2

des autres. Ce pro cédé, réitéré a v ec des ensem bles d'appren tissage de taille de plus

en plus p etite, engendre C � 1 réseaux hiérarc hiquemen t organisés : les sorties son t

des séquences ordonnées

~

� = f �

1

; �

2

; � � � ; �

C � 1

g . La classe attribuée à un exemple

est c

i

, où i est le premier réseau de la séquence a y an t une sortie +1 ( �

i

= +1 et

�

j

= � 1 p our j < i ). On néglige alors les sorties des autres réseaux ( j > i ). Dans

la �gure 5.10 est représen té un arbre de réseaux p our un problème à trois classes.
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La p erformance de ces arbres p eut dép endre de la séquence d'appren tissage

c hoisie. C'est p ourquoi, il est con v enable d'attribuer la sortie par le v ote d'un

nom bre impair de réseaux en traînés a v ec des séquences d'appren tissage di�éren tes.

Nous a v ons v éri�é empiriquemen t, comme il est mon tré dans la section 6.3.4, que ce

v ote améliore les résultats obten us a v ec des arbres de réseaux isolés.

5.7 Conclusions

Nous a v ons présen té une description formelle de trois nouv elles heuristiques de crois-

sance p our des problèmes de classi�cation.

L'algorithme Monoplan a été conçu initialemen t p our des problèmes à en trées

binaires. Chaque unité cac hée linéaire sert à corriger les erreurs commises par l'unité

précéden te. La croissance du réseau est limitée quand l'ensem ble d'appren tissage a

été bien appris. Cep endan t, p our des problèmes à en trées réelles, nous a v ons mon tré

que cette stratégie p eut engendrer des réseaux qui ne son t pas optimaux.

C'est p ourquoi nous a v ons dév elopp é une stratégie légèremen t di�éren te p our la

croissance de la couc he cac hée. L'algorithme NetLines corrige les erreurs d'appren-

tissage qui son t détectées à la sortie du réseau, ce qui nous a p ermis, en princip e de

résoudre des problèmes à en trées réelles, plus di�ciles a v ec moins d'unités.

L'algorithme NetSphères suit la même stratégie de croissance de NetLines, mais

en utilisan t des p erceptrons sphériques et non pas des p erceptrons linéaires. Ainsi,

nous a v ons mon tré que certains problèmes à en trées réelles p euv en t être résolus plus

facilemen t a v ec cette stratégie.

Dans les trois cas, l'élimination des représen tations in ternes dégénérées p ermet

de trouv er la solution la plus stable à la sortie.

Une généralisation à des problèmes de classi�cation à plus de deux classes en

utilisan t des réseaux en arbre et un v ote a été aussi prop osée. Cette métho de a

l'a v an tage de p ouv oir être utilisée par n'imp orte quel algorithme de classi�cation

binaire.
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T ests et applications

6.1 In tro duction

T o ute nouv elle appro c he doit être év aluée et testée sur des applications. Les algo-

rithmes d'appren tissage Minimerror-(L/S), et les trois nouv elles métho des incrémen-

tales présen tées, on t été testés a v ec des problèmes étalon plus ou moins ac adémiques :

les problèmes de Monks, les trois formes d'ondes de Breiman, et le problème de deux

domaines ou plus ; et des problèmes bien conn us plus réalistes : la classi�cation des

éc hos de sonar, celle des iris, le diagnostic du cancer du sein à partir de prélèv emen ts

et l'iden ti�cation de cas de diab ète.

Dans toutes les applications, nous analysons la taille du réseau engendré, qui

est une mesure de sa complexité, ainsi que l'erreur de généralisation. L'erreur de

généralisation p eut être estimée par plusieurs métho des empiriques. Nous com-

mençons par un rapp el de certaines de ces métho des a v an t de décrire les résultats

des tests.

6.2 Estimations empiriques de l'erreur de générali-

sation

En pratique, le nom bre de données disp onibles est limité. Il faut utiliser des mesures

empiriques p our estimer les p erformances des réseaux. Une question se p ose main-

tenan t : commen t mesurer réellemen t l'erreur d'apprentissage et la capacité de

généralisation ?

On c herc he à mesurer l'erreur de prédiction du réseau, mais ne disp osan t que

d'un ensem ble �ni de données, il n'est pas p ossible de calculer exactemen t la v aleur

des in tégrales (2.22) et (2.25), il faut donc l'estimer. P our cela il existe des mesures

empiriques qu'on v erra dans la présen te section.
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Soit D = P + G le nom bre total d'exemples disp onibles. On p eut diviser ces

données en deux sous ensem bles : L

�

a v ec P exemples et un ensem ble de G exemples

G = f

~

�

�

; �

�

g ; � = 1 ; � � � ; G .

On fait l'appren tissage sur l'ensem ble L

�

et on mesure la capacité de généralisa-

tion sur G

Cette métho de utilise en e�et l'information con ten ue dans deux ensem bles d'ap-

pren tissage : L

�

et celui de v alidation. En problèmes de classi�cation nous n'a v ons

pas constaté ce phénomène de sur-appren tissage, alors nous utilisons que l'information

disp onible dans l'ensem ble L

�

et arrêtons l'appren tissage quand "

t

= 0 . L'erreur

d'appren tissage "

t

est estimée par ^"

t

, la fraction d'exemples qui on t été mal appris

ou non appris par le réseau :

^"

t

=

1

P

P

X

� =1

�( � �

�

�

�

) (6.1)

L'erreur de généralisation "

g

p eut être estimée par ^"

g

, la fraction d'exemples de G

que le réseau classe mal :

^"

g

=

1

G

G

X

� =1

�( � �

�

�

�

) (6.2)

P our obtenir des v aleurs signi�cativ es, il faut e�ectuer la mo y enne des p erfor-

mances mesurés sur un nom bre l = 1 ; � � � ; L statistiquemen t p ertinen t d'exp ériences,

c hacune étan t asso ciée à des ensem bles L

�

l

et G

�

l

di�éren ts c hoisis au hasard [48 ].

Deux métho des que nous utiliserons par la suite son t :

� 1. Hold-out . P our obtenir des résultats non biaisés, il faudrait faire l'appren ti-

ssage et le test sur toutes les

�

D

P

�

com binaisons p ossibles, mais en pratique on

ne fait qu'un nom bre su�san t V d'essais. L'erreur de généralisation est alors

estimée par :

^"

g

=

1

V

V

X

j =1

1

G

G

X

� =1

�( � �

�

�

�

j

) (6.3)

� L e ave-one-out . Dans le cas d'un ensem ble de données assez réduit, on utilise

une partition particulière : on prend D-1 exemples p our apprendre et 1 seul

p our le test, et on calcule ensuite les p erformances mo y ennes sur toutes les

�

D

1

�

com binaisons p ossibles, dans ce cas son t réduites à D , et l'erreur de générali-

sation est estimée par :
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^"

g

=

1

D

D

X

� =1

�( � �

�

�

�

) (6.4)

6.3 Problèmes étalon

Les problèmes étalon p ermetten t de comparer un algorithme a v ec d'autres quand ils

son t confron tés à la même base d'appren tissage et dans les mêmes conditions de test,

étan t donné qu'on connaît la solution. Il est p ossible ainsi d'étudier les p erformances

d'appren tissage et de généralisation, mais aussi de mesurer la complexité (ressources

utilisées p our une tâc he, comme le nom bre d'unités cac hées ou le nom bre de p oids)

du classi�eur.

Nous a v ons év alué les algorithmes présen tés au c hapitre précéden t sur des pro-

blèmes étalon

1

à en trées binaires : la N -P arité, les trois problèmes de Monk's et

le problème de deux domaines ou plus. P armi les problèmes à en trées réelles, nous

a v ons étudié : la classi�cation des éc hos sonar, des iris, les trois formes d'ondes de

Breiman et les diagnostics de cancer du sein et de diab ète.

La N -P arité

L'une des premières tâc hes que nous a v ons considérée est l'appren tissage de la N -

P arité a v ec les algorithmes Monoplan et NetLines. Bien qu'on sac he que le nom bre

optim um d'unités cac hées qui p ermet de résoudre ce problème a v ec un réseau à une

couc he cac hée sans rétroactions est H = N , plusieurs ten tativ es [73 ] a v ec la RPG et

d'autres appro c hes non constructiv es n'on t pas réussi à trouv er cette solution. Dans

la N -P arité, le problème est assez di�cile p our la première unité : si l'h yp erplan

corresp ondan t est bien situé, il p ermettra de trouv er le nombr e minimum de fautes

(erreurs), et étan t donné la géométrie symétrique du problème, le reste est moins

di�cile à résoudre.

Mais, quel est le nombr e minimum de fautes p our la N -P arité ? p our trouv er ce

nom bre, considerons d'ab ord la �gure 6.1a, p our la 2-P arité, le v ecteur ~w

1

sépare

l'espace d'en trée, où on v oit que les exemples � = 2 ; 3 et 4 son t bien classés, tandis

que l'exemple à sortie négativ e � = 1 est mal classé : ~w

1

fait donc (et on ne

p eut pas faire mieux), une erreur. P our la 3-P arité il faut considérer un espace

à trois dimensions. Dans la �gure 6.1b, le v ecteur ~w

1

classe bien les exemples

� = 1 ; 2 ; 3 ; 6 ; 7 ; 8 et ceux � = 4 ; 5 son t mal classés ; alors, il fait deux fautes.

1

T outes les bases de données des problèmes de cette Section on t été prises sur le site UCI à

l'adresse In ternet http://www.ics.uci.edu/ mlea rn/MLRep osito ry .html , sauf p our les problèmes de la

N -P arité et celui de 2 domaines ou plus.
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Figure 6.1: La N -P arité : (a) N=2 et (b) N=3 en trées.
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6 1 6 15 20 15 6 1 22

7 1 7 21 35 35 21 7 1 44

8 1 8 28 56 70 56 28 8 1 93

T ables 6.1: Nom bre minim um de fautes p our la N -P arité

En généralisan t ce résultat, et puisque les sorties son t disp osées de façon symétrique,

on p eut construire le tableau 6.1, qui représen te le triangle de P ascal, où on a dé�ni

la distribution des sommets �

k

par les co e�cien ts du binôme �

k

=

�

N

k

�

; k =

0 ; 1 ; � � � ; N . Cette distribution alternée des sommets à sortie � 1 ou +1 est séparée

par des h yp erplans successifs. Si l'on prend N = 3 , on a un exemple à sortie � 1

( �

0

), trois à sortie +1 ( �

1

), trois à sortie � 1 ( �

2

) et un à sortie +1 ( �

3

). L'h yp erplan

séparateur qui minimise le nom bre d'erreurs doit se situer en tre �

1

et �

2

, ce qui donne

deux fautes. La dernière colonne représen te le nom bre minim um de fautes p our la

N -P arité commises par un p erceptron à N en trées. D'où, une analyse a mon tré que

ce nom bre, qu'on désignera f

�

est :

100



6.3. Problèmes étalon

f

�

=

8

>

<

>

:

f

�

( N = 2 p ) =

p

P

i =1

�

2 p

2 p + i � 1

�

f

�

( N = 2 p + 1) = 2 f

�

(2 p )

p = 1 ; 2 ; 3 ; � � � (6.5)

Nous l'a v ons corrob oré exp érimen talemen t en résolv an t le problème de la N -P arité

p our 2 � N � 11 , toujours a v ec H = N unités cac hées [94].

Ce problème nous a p ermis en tre autres, de régler les trois paramètres libres

de Minimerror-L ( �; � � ; 	 = �

+

=�

�

) et de v éri�er que le nom bre d'erreurs f ( N )

trouv é par la première unité cac hée h = 1 de Monoplan (ou NetLines) corresp ondait

e�ectiv emen t au nombr e minimum de fautes .

6.3.1 Un cas linéairemen t séparable : l'iden ti�cation des éc hos

du sonar

La base des éc hos sonar [46 ] a été largemen t utilisée p our tester plusieurs algorithmes

d'apprentissage [5, 4, 12, 20 , 54, 82 , 84, 91 , 104 ]. Dans ce problème le classi�eur

doit discriminer si un éc ho sonar était pro duit par un cylindre de métal ou par un

ro c her trouv é dans le même en vironnemen t. La base con tien t 208 sp ectres de sonar

pré-traités dé�nis par N = 60 v aleurs réelles dans la gamme [0 ; 1] , et leur classe

corresp ondan te. P armi ceux-ci, les premiers P = 104 exemples son t habituellemen t

emplo y és comme l'ensem ble d'appren tissage qui détermine les paramètres du clas-

si�eur. La fraction d'exemples mal classés parmi les restan ts G = 104 sp ectres,

l'ensem ble de test, est emplo y é p our estimer l'erreur de généralisation pro duit par

l'algorithme d'appren tissage. On a dé�ni arbitrairemen t � = +1 p our les mines et

� = � 1 p our les ro c hers.

En étudian t cette base a v ec Minimerror-L [95, 10 , 98] nous a v ons trouv é que non

seulemen t l'ensem ble d'appren tissage ( i.e. les premiers P = 104 exemples app elés

ci-après l'ensem ble standard d'appren tissage) et l'ensem ble de test ( i.e. les derniers

G = 104 exemples) de la base son t tous les deux linéairemen t séparables, fait déjà

rapp orté dans [47 , 95 ], mais aussi que l'ensem ble complet de P + G = 208 exemples

est linéairemen t séparable. L'erreur de généralisation des p oids ~w

P

qui séparen t

l'ensem ble standard d'appren tissage est "

g

�

=

0 : 22 , corresp ondan t à 23 erreurs de

classi�cation sur l'ensem ble de test. Une erreur de généralisation plus faible p eut être

obten ue en arrêtan t l'algorithme a v an t la con v ergence. Notre meilleure p erformance

de généralisation, "

g

�

=

0 : 15 ( 16 erreurs), a été obten ue en arrêtan t l'appren tissage

a v ec 8 erreurs (nous désignons ~w

P e

les p oids corresp ondan ts). Cep endan t, la p erfor-

mance générale (erreurs d'appren tissage et test ensem ble) est pire que celle obten ue

a v ec les p oids ~w

P

. En en traînan t a v ec les exemples de test, habituellemen t utilisés

comme ensem ble de test, nous déterminons les p oids ~w

G

qui séparen t linéairemen t
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l'ensem ble de test. L'erreur corresp ondan te de généralisation estimée en utilisan t

les P premiers exemples comme ensem ble de test est "

g

�

=

0 : 23 (24 erreurs). En�n,

en en traînan t a v ec l'ensem ble complet de P + G = 208 exemples, les p oids ~w

P + G

séparen t tous les exemples, mon tran t que cette base est linéairemen t séparable.

Les p oids ~w obten us en en traînan t a v ec di�éren ts ensem bles son t normaux à

l'h yp erplan séparateur corresp ondan t. Les pro jections des exemples d

�

� ~w �

~

�

�

=

p

N ,

son t prop ortionnelles à la somme p ondérée j d

�

j , qui est la distance de l'exemple �

à l'h yp erplan, tandis que signe( d

�

) est la sortie du réseau à l'exemple � . Nous

représen tons dans la �gure 6.2 les v aleurs de d

�

corresp ondan t à ~w

P

et à ~w

P + G

,

comme une fonction du n uméro de l'exemple dans la base. On v oit que les p oids ~w

P

corresp onden t à une solution robuste : il y a une marge de largeur � = 0 : 1226 libre

d'exemples, sur les deux côtés de l'h yp erplan. Cet écart est b eaucoup plus réduit

( � = 0 : 00284 ) �à p eine visible sur la �gure� p our la solution séparan t l'ensem ble

complet de données, mon tran t que c'est un problème b eaucoup plus di�cile.
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Figure 6.2: Distance des exemples à l'h yp erplan séparateur, a v ec un signe corresp on-

dan t à la sortie actuelle du p erceptron. La classe correcte est �

�

( �

�

= +1

p our les mines, �

�

= � 1 p our les ro c hers). (a) Hyp erplan déterminé a v ec

l'ensem ble d'appren tissage standard (qui con tien t les premiers P = 104

exemples de l'ensem ble total), mon tran t les 23 erreurs sur l'ensem ble de

test. (b) Hyp erplan déterminé a v ec l'ensem ble d'appren tissage total de

P + G = 208 exemples.

102



6.3. Problèmes étalon

6.3.2 En trées binaires

Les trois problèmes de Monk

L'in térêt de ces problèmes est qu'ils on t déjà servi de test à plusieurs autres méth-

o des d'appren tissage, sym b oliques et/ou n umériques [92]. Ces son t des problèmes

de logique, qui p euv en t être énoncés à partir de six attributs sensés caractériser des

rob ots, comme on le mon tre dans le tableau 6.2.

v ariable v aleurs

x

1

F orme de la tête cercle, carré, o ctogone

x

2

F orme du corps cercle, carré, o ctogone

x

3

Sourie ? oui, non

x

4

Que p orte-t-il ? ép ée, ballon, drap eau

x

5

Couleur de la v este rouge, jaune, v ert, bleu

x

6

A-t-il une cra v ate ? oui, non

T ables 6.2: A ttributs p our les trois problèmes de Monk's.

Chaque problème est une prop osition logique, que le réseau doit découvrir, en

attribuan t une sortie � = +1 aux con�gurations d'en trée p our lesquelles la prop o-

sition est vraie, ou � = � 1 si elle est fausse. Le réseau de neurones est construit

par l'appren tissage de P exemples parmi les D = 432 exemples p ossibles. Les

trois prop ositions, et le nom bre d'exemples don t on disp ose, son t mon trés dans le

tableau 6.3.

Problème Description Nom bre d'exemples P

M

1

( x

1

= x

2

) OU ( x

5

=rouge) 124

M

2

Exactemen t deux attributs parmi les six 169

prennen t leur première v aleur

M

3

( x

5

=v ert ET x

4

=ép ée) OU 122 (bruités)

( x

5

6= bleu ET x

2

=o ctogone)

T ables 6.3: Les trois prop ositions logiques des problèmes de Monk's.

Nous a v ons co dé les attributs x

j

; j = 1 ; � � � ; 6 a v ec N = 17 v ariables binaires

�

i

; i = 1 ; � � � ; N , de la même façon que les métho des neuronales (RPG et Casc ade

Corr elation ), p our tra v ailler dans les mêmes conditions [92].

Une di�culté supplémen taire a été in tro duite dans M

3

: l'ensem ble d'appren-

tissage con tien t 5% d'exemples incorrectemen t classés. Nous présen tons dans les
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Chapitre 6. T ests et applications

�gures 6.3-6.5, les p erformances en généralisation de NetLines et celle de plusieurs

autres métho des sur les trois problèmes. Cette p erformance est mesurée par le p our-

cen tage d'exemples de test (les G = 432 � P exemples n'appartenan t pas à l'ensem ble

d'appren tissage) qui ne son t pas bien classés par le réseau.

Dans les problèmes sans bruit ( M

1

et M

2

), NetLines attein t "

t

= 0 en appren-

tissage et "

g

= 0 en généralisation. P ar con tre, lorsqu'il y a du bruit dans la

base d'exemples (comme c'est le cas dans M

3

), ni NetLines ni les autres métho des

neuronales n'arriv en t à extraire la prop osition sous-jacen te. NetLines extrait une

prop osition compatible a v ec tous les exemples, même ceux qui son t erronés, ce qui

explique une moins b onne p erformance en généralisation. Dans le cas de NetSphères,

il attein t une p erformance inférieure a v ec 5 unités cac hées, mon tran t que la solution

sphérique n'est pas optimale dans ce problème.
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Figure 6.3: Problème M

1
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Figure 6.4: Problème M

2

0

5

10

15

1

2

3

4

5
6

7 8

9
10

11 12 13

14 15 16 17

NetSphères (H=3)

M
3

1 Classweb 0.15
2 AQR
3 CN2
4 Prism
5 Backprop (H=4)
6 NetSphères
7 AQ17-DCI
8 ID3
9 ID5R Kreuziger
10 ID3 no window
11 CCorrelation (H=3x1)
12 Backprop+decay (H=2)
13 NetLines
14 AQ15-GA
15 Assistant pro
16 AQ17-HCI
17 mFOIL

NetLines (H=3)e
g
(%)

Figure 6.5: Problème M
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Le problème de 2 domaines ou plus

Dans ce problème [27 ] le réseau doit discriminer si le nom bre de domaines dans un

anneau de N bits est strictemen t plus p etit que 2 ou non. Un domaine est une

séquence de bits iden tiques en tourée par des bits de l'autre t yp e, sans une limite

précise. Les exemples son t engendrés par une métho de de Mon teCarlo dans laquelle

le nom bre mo y en de domaines est con trôlé par un paramètre k [68]. Nous a v ons

généré des ensem bles d'appren tissage de P exemples a v ec k = 3 , corresp ondan t à

un nom bre mo y en de domaines de � 1 : 5 , p our des anneaux de N = 10 et N = 25

bits.
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����������������������1 ��

� ��� ��� ��� ��� ���
���

���

���

���

���

���

e
J

3

��RU�PRUH�FOXPSV
����������������������1 ��%DFNSURS

6WHSZLVH

0RQR3ODQH

1HW/LQHV

Figure 6.6: Deux domaines ou plus p our des c haînes de deux tailles, N = 10 et N =

25 . Erreur de généralisation "

g

vs. taille de l'ensem ble d'appren tissage

P , p our di�éren ts algorithmes. N = 10 : RPG [88], Step wise [57 ]. N =

25 : Tiling [68 ], Upstart [31]. Les résultats a v ec l'algorithme Gr owth

[72 ] son t indiscernables de ceux de Tiling à l'éc helle de la �gure. Les

résultats de Monoplan et NetLines son t des mo y ennes sur 25 tests.

L'erreur de généralisation corresp ondan t à plusieurs algorithmes d'appren tissage,

calculée sur des ensem bles de test indép endan ts, mais de même taille que les ensem-

bles d'appren tissage, i.e. G = P , son t mon trés dans les �gures 6.6 en fonction de

P . Les p oin ts a v ec des barres d'erreur corresp onden t à des mo y ennes sur 25 essais.

Les résultats a v ec NetLines, Monoplan et Upstart p our N = 25 on t presque les

mêmes p erformances quand on fait l'appren tissage jusqu'à a v oir zéro fautes. Nous

a v ons essa y é l'e�et d'arrêter a v an t de tout apprendre ( e arly stopping ), en imp osan t

un nom bre maximal de H unités cac hées. L'erreur résiduelle d'appren tissage "

t

est
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mon trée dans la même �gure, comme une fonction de P . On v oit que, arrêtan t tôt

l'appren tissage, on a un léger accroissemen t de l'erreur de généralisation "

g

, mon-

tran t que les unités cac hées au-delà de 2 ne pro duisen t pas de sur-appren tissage. Le

nom bre de p oids emplo y é par di�éren ts algorithmes en fonction de P est mon tré en

éc helle logarithmique, dans les �gures 6.7. Il apparaît que la stratégie de NetLines

est légèremen t meilleure que celle de Monoplan, par rapp ort à la généralisation et

taille du réseau. L'a v an tage de Monoplan, qui n'a pas b esoin d'en traîner l'unité de

sortie après c haque unité cac hée, est p erdue parce qu'il termine a v ec un plus grand

nom bre d'unités cac hées.
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Figure 6.7: Deux domaines ou plus. Nom bre de p oids (éc helle logarithmique) vs.

taille de l'ensem ble d'appren tissage P , p our N = 10 et N = 25 . Les

résultats de Monoplan et NetLines son t des mo y ennes sur 25 tests. Les

références son t les mêmes que dans la �gure 6.6.

6.3.3 En trées réelles

Le diagnostic du cancer du sein (Wisconsin Data Base)

Les exemples de cette base [106 ] à N = 9 attributs serv en t à caractériser des éc han-

tillons cytologiques du sein, classés comme b énins ou malins (v oir le tableau 2.1 du

Chapitre 2). Nous excluons de l'appren tissage les 16 exemples qui on t l'attribut �

6

( noyaux ) manquan t. P armi les D = 683 exemples restan ts, les deux classes son t

représen tées irrégulièremen t : 65.5% des exemples étan t b énins. Nous étudions la

p erformance en généralisation des réseaux en traînés a v ec des ensem bles de plusieurs

tailles P . Les P exemples p our c haque test d'appren tissage étan t c hoisis au hasard,
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sans qu'il soit nécessaire d'équilibrer le nom bre d'exemples de c haque classe. Dans

la �gure 6.8a, l'erreur de généralisation du classemen t de G � D � P exemples est

mon trée comme une fonction du nom bre corresp ondan t de p oids dans une éc helle

logarithmique. P our comparaison, les résultats obten us a v ec un p erceptron en traîné

a v ec Minimerror-L a v ec P = 75 exemples est inclus dans la même �gure. Les

résultats, mo y ennés sur 50 tests indép endan tes p our c haque P , mon tren t que les

deux algorithmes NetLines et Monoplan on t de faibles "

g

et nécessiten t moins de

paramètres que d'autres algorithmes.

Le réseau en traîné p eut être emplo y é p our classer les exemples a v ec des attributs

manquan ts. Le nom bre d'exemples parmi les 16 cas a v ec l'attribut manquan t, est

mon tré comme une fonction de �

6

dans la �gure 6.8b. P our des grandes v aleurs de

�

6

il y a des décalages en tre le diagnostic médical et le diagnostic du réseau sur la

moitié des cas. C'est un exemple de la sorte d'information qui p eut être obten ue

dans des applications pratiques.
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Figure 6.8: Classi�cation du cancer du sein. (a) "

g

calculé par plusieurs algorithmes

comme une fonction du nom bre de p oids (éc helle logarithmique) des

réseaux corresp ondan ts à P = 525 . 1, 2, 3: RPG sans connexions de

l'en tre v ers toutes les unités (court-circuits) [78 ] ; 4, 5, 6 : RPG a v ec

des court-circuits [78 ] ; 7 : Casc ade Corr elation [23]. Des résultats a v ec

d'ensem bles d'appren tissage plus p etits P = 75 et P = 160 (résolus a v ec

un p erceptron simple), son t mon trés. (b) Erreurs de classi�cation vs.

v aleurs p ossibles de l'attribut manquan t p our les 16 exemples incomplets.

Les résultats de Monoplan et NetLines son t mo y ennés sur 50 tests.

Dans la �gure 6.9 nous mon trons les p erformances obten ues par les trois heuris-
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6.3. Problèmes étalon

tiques incrémen tales : Monoplan et NetLines on t obten u les meilleurs p erformances

en "

g

et p oids, et NetSphères obtien t un nom bre plus imp ortan t de p oids, mon tran t

que le réseau h yp ersphérique n'est pas optimal dans ce problème. Malgré tout, un

p erceptron h yp ersphérique obtien t des p erformances comparables en "

g

à Monoplan

et NetLines, mais a v ec un faible nom bre de p oids.
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Figure 6.9: Classi�cation du cancer de sein. (c) Erreur de généralisation "

g

calculée

par Monoplan, NetLines et NetSphères comme une fonction du nom bre

de p oids (éc helle logarithmique) des réseaux corresp ondan ts à P = 525

exemples. Mo y ennes sur 50 réseaux indép endan ts.

Le diagnostic de diab ète

Dans ce problème [66 , 78] il y a D = 768 exemples décrits par N = 8 attributs réels

(v oir le tableau 6.4), corresp ondan t à � 35% de femmes indiennes Pima sou�ran t

de diab ète, les 65% restan tes étan t saines.

Des ensem bles d'appren tissage de P = 576 exemples étaien t sélectionnés au

hasard, et la généralisation était mesurée sur les G = 192 exemples restan ts. Une

comparaison des résultats obten us par d'autres algorithmes dans les mêmes con-

ditions, présen tée dans la �gure 6.10, mon tre que NetLines a b esoin de moins de

paramètres, et attein t une meilleure p erformance.
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A ttributs In terprétation

�

1

Nom bre de fois encein te

�

2

Concen tration de glucose 2 heures après un test oral de tolérance

�

3

Pression diastolique du sang (mmHg)

�

4

Épaisseur de p eau dans le triceps (mm)

�

5

2 heures sérum insuline (m u U/ml)

�

6

Indice de la masse du corps (kg/m

2

)

�

7

F onction de prédisp osition au diab ète

�

8

Âge (années)

T ables 6.4: A ttributs des données p our le diagnostic de diab ète des indiens Pima.
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Figure 6.10: Diagnostic de diab ète. Erreur de généralisation "

g

vs. le n uméro de

p oids (éc helle logarithmique). 1, 2, 3: RPG sans court-circuits [78] ; 4,

5, 6 : RPG a v ec des court-circuits [78]. Les résultats de NetLines son t

des mo y ennes sur 50 tests.

6.3.4 Problèmes à plus de deux classes

Nous a v ons appliqué nos algorithmes à deux problèmes di�éren ts, tous les deux à

trois classes. Nous comparons les résultats obten us a v ec une structure du t yp e

le gagnant pr end tout ( WT A ), où la classi�cation est basée sur les résultats de

trois réseaux, c hacun en traîné indép endammen t dédie à séparer une classe des deux

autres, p our bâtir la structure de réseau en arbre. De même que le nom bre de classes

est réduit, nous a v ons construit les sous-réseaux a v ec toutes les séquences p ossibles
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6.3. Problèmes étalon

d'appren tissage. Le v ote améliore la p erformance, comme on l'attendait.

Les trois formes d'ondes de Breiman

Ce problème a été in tro duit p our tester la métho de C AR T [6]. Les exemples d'en trée

son t dé�nis par N = 21 amplitudes réelles x ( t ) éc han tillonnées régulièremen t à

in terv alles t = 1 ; 2 ; � � � ; N . Chaque exemple est une com binaison linéaire, con v exe

et bruitée de deux parmi les trois ondes élémen taires h

1

( t ) ; h

2

( t ) ; et h

3

( t ) mon trées

dans la �gure 6.11. Il y a trois com binaisons p ossibles, et la classe de l'exemple

iden ti�e de quelle com binaison il est émis. Les v ecteurs d'en trée p our c haque classe

son t engendrés de la manière suiv an te :

x ( t ) = uh

1

( t ) + (1 � u ) h

2

( t ) + � ( t ) ; t = 1 ; � � � ; 21 Classe 1

x ( t ) = uh

1

( t ) + (1 � u ) h

3

( t ) + � ( t ) ; t = 1 ; � � � ; 21 Classe 2

x ( t ) = uh

2

( t ) + (1 � u ) h

3

( t ) + � ( t ) ; t = 1 ; � � � ; 21 Classe 3

où u est une v ariable aléatoire suiv an t une loi uniforme de distribution sur l'in terv alle

[0 ; 1] , et �

t

; t = 1 ; � � � ; 21 des v ariables aléatoires de mo y enne n ulle et v ariance

unitaire. Les classes son t équiprobables.

Figure 6.11: Les trois ondes de base. Ondes triangulaires cen trées sur trois v aleurs

di�éren tes de t .
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Bien qu'il soit conn u que, due au bruit, l'erreur de classi�cation a une b orne

sup érieure de "

g

� 0 : 14 [6], nous a v ons en traîné NetLines jusqu'à ce que l'erreur

d'appren tissage soit zéro.

Nous a v ons en traîné les réseaux a v ec les mêmes 11 ensem bles d'appren tissage

de P = 300 exemples, et faisan t p our la généralisation un test indép endan t sur un

ensem ble de G = 5000 comme dans une récen te et très complète étude [38]. Nos ré-

sultats, a v ec les meilleurs résultats d'autres algorithmes (qui atteignaien t "

g

< 0 : 25

dans [38 ]) son t mon trés dans la �gure 6.12. Les résultats de NetLines et Monoplan

[97, 96 ] corresp onden t à l'erreur d'appren tissage "

t

= 0 . En fait, les résultats obten us

a v ec un p erceptron simple en traîné a v ec Minimerror-L ou a v ec l'algorithme du P er-

ceptron (qui p eut être considéré comme le cas extrême de e arly stopping ) ne son t

guère améliorés par des réseaux plus complexes. Ici encore nous v o y ons que, con-

trairemen t à ce qu'on cro y ait, apprenan t a v ec un algorithme à croissance ne pro duit

pas de sur-appren tissage : le résultan t "

g

reste le même que celui obten u a v ec des

réseaux plus p etits. Les réseaux engendrés par NetLines on t en tre 3 et 6 neurones

cac hés, dép endan t des ensem bles d'appren tissage. La structure du v ote des réseaux

en arbre réduit la v ariance, mais n'améliore pas la mo y enne sur "

g

.
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Figure 6.12: Les formes d'ondes de Breiman. Erreurs de généralisation de plusieurs

algorithmes mo y ennés sur 11 tests vs. le nom bre de p oids (éc helle

logarithmique). Les barres d'erreur p our Monoplan et NetLines son t

à p eines visibles à l'éc helle de la �gure. 1 : Discrimination linéaire,

2 : Algorithme du P erceptron, 3 : RPG, 4 : Algorithme génétique, 5 :

Discrimination quadratique, 6 : F enêtres de P arzen. 7 : K-Plus pro c hes

v oisins, 8 : Algorithme de Con train tes [38 ]
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La classi�cation des Iris

Dans ce problème classique à trois classes, on doit déterminer la classe de plan tes

d'iris, à partir des v aleurs de N = 4 attributs réels. La base de données de D = 150

exemples, con tien t 50 exemples de c haque classe. Les réseaux étaien t en traînés a v ec

P = 149 exemples, et l'erreur de généralisation "

g

est la v aleur mo y enne de tous

les 150 le ave-one-out tests p ossibles. Les résultats de "

g

son t mon trés comme une

fonction du nom bre de p oids dans la �gure 6.13. Les barres d'erreur son t disp onibles

seulemen t p our nos propres résultats. Dans ce problème, le v ote des trois arbres,

N

1

; N

2

et N

3

, formé a v ec les trois séquences p ossibles d'appren tissage, améliore la

p erformance en généralisation.
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Figure 6.13: Iris. Erreur de généralisation "

g

vs. le nom bre de paramètres (éc helle

logarithmique). 1 : O f f set [64], 2 : RPG [64 ] ; 4, 5 : RPG, 3 et 6 :

GOT [104 ].

Autres applications

Outre ces résultats, nous a v ons fait aussi deux études préliminaires d'applications,

l'une issue du domaine médical : la classi�cation des données du Service de T o xicolo-

gie du Centr e Hospitalier Universitair e de Gr enoble [22, 26 ] et l'autre du domaine

industriel : le diagnostic non destructif de failles dans des tuy aux métalliques à par-

tir des mesures magnétiques [74 ]. Ces études son t encore en cours, mais les résultats

de tests préliminaires son t prometteurs.
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6.4 Conclusion

Dans ce c hapitre, nous a v ons présen té des comparaisons a v ec des résultats obten us

par d'autres algorithmes d'apprentissage sur plusieurs problèmes étalon, sur la base

de l'erreur de généralisation et du nom bre de paramètres du réseau. Le problème

des éc hos sonar, par exemple a mon tré la qualité de l'algorithme d'appren tissage

Minimerror-L dans des problèmes à grande dimension. Le problème binaire de deux

ou plus domaines, nous a appris quelque c hose sur la capacité de généralisation et le

sur-appren tissage : en e�et, nous n'a v ons pas constaté d'amélioration sur l'erreur de

généralisation en arrêtan t la croissance a v an t que l'erreur d'appren tissage soit zéro.

Dans les problèmes à en trées réelles, nous esp érions une p erformance de NetLines

sup érieure à celle de Monoplan, fait que nous a v ons corrob oré sur la classi�cation

de cancer du sein (où la p erformance de NetLines est légèremen t inférieure mais le

réseau est moins complexe) et dans le problème de classi�cation des diab ète, que

nous n'a v ons pas résolu a v ec Monoplan.

Nous a v ons aussi constaté l'e�cacité de la stratégie des réseaux en arbre dans

les problèmes à trois classes des ondes de Breiman et de classi�cation des iris. Ainsi,

nous a v ons mon tré que les réseaux bâtis a v ec Monoplan et NetLines on t des p er-

formances en généralisation comparables (v oire meilleures) à celles obten ues a v ec

d'autres métho des.

En ce qui concerne l'algorithme NetSphères, on ne p eut pas conclure de c hoses

sp éci�ques, car il est encore en test. D'autres v oies p our l'appren tissage des cibles

des unités cac hées doiv en t être explorées, ce qui, en princip e, devrait réduire le

nom bre d'unités nécessaires et donc, améliorer sa capacité de généralisation.
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Chapitre 7
Conclusion et P ersp ectiv es

D a ns ce mémoire, nous a v ons présen té des algorithmes d'appren tissage constructifs

p ermettan t de générer des réseaux de neurones binaires à une couc he cac hée, p our

la classi�cation de données.

Le dév elopp emen t d'algorithmes constructifs comp orte deux asp ects, égalemen t

imp ortan ts. Le premier est la mise au p oin t de l'algorithme d'appren tissage des

unités que l'on sera amenés à a jouter, et qu'on devra en traîner e�cacemen t. Le

deuxième est la mise au p oin t d'une heuristique de construction in telligen te. La

défaillance de l'un ou de l'autre a p our conséquence la construction de réseaux trop

grands, v oire l'imp ossibilité d'apprendre et de généraliser correctemen t.

Dans le tra v ail décrit dans cette thèse, nous a v ons con tribué à ces deux asp ects.

Nous a v ons d'ab ord amélioré les p erformances d'un algorithme existan t, Minimerror-

L, p our l'appren tissage a v ec des neurones linéaires binaires, et nous a v ons prop osé

une généralisation non triviale, Minimerror-S, p ermettan t l'appren tissage de sépara-

tions h yp ersphériques. Nous app elons p erceptrons sphériques les unités binaires cor-

resp ondan tes. Ces deux algorithmes on t des propriétés théoriques in téressan tes, et

présen ten t des a v an tages sur d'autres algorithmes car ils p ermetten t l'appren tissage

d'ensem bles séparables ou non.

Nous a v ons dév elopp é trois heuristiques p our la construction de réseaux à unités

binaires p our les problèmes de classi�cation. Les réseaux engendrés par ces métho des

son t sans rétroaction a v ec une seule couc he cac hée connectée aux en trées, et un

neurone de sortie connecté aux unités cac hées :

� Monoplan construit une mac hine à parité, bien adaptée à des problèmes à

en trées binaires. Les unités cac hées son t a joutées successiv emen t, p our corriger

les erreurs de l'unité précéden te.

� NetLines construit un réseau don t la décision de ra jouter des unités cac hées

est pilotée par l'erreur d'appren tissage du neurone de sortie. Cette heuristique
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Chapitre 7. Conclusion et P ersp ectiv es

est bien adaptée à des problèmes à en trées réelles.

� NetSphères utilise la même heuristique que NetLines, mais a v ec des unités

cac hées binaires sphériques.

Ces heuristiques couplen t une stratégie d'addition successiv e de neurones cac hés

a v ec les algorithmes d'appren tissage Minimerror (L/S). Ces algorithmes p ermetten t

une adaptation automatique du classi�eur à la complexité de la tâc he. Les réseaux

construits on t des unités cac hées binaires don t les états constituen t un co dage �dèle

des exemples. Chaque neurone cac hé dé�nit une fron tière (ou morceau de fron tière)

en tre les classes dans l'espace des en trées. L'appren tissage est rapide, parce qu'il

est réduit à celui de p erceptrons simples. Des théorèmes de con v ergence (v alables

aussi bien p our des en trées binaires que réelles) garan tissen t qu'une solution a v ec

un nom bre �ni de neurones cac hés, existe.

Nous a v ons testé nos métho des et comparé leurs résultats sur plusieurs prob-

lèmes étalon. Les réseaux engendrés par nos stratégies de croissance son t p etits,

bien que nous ra joutions des neurones cac hés jusqu'à ce que le nom bre d'erreurs

d'appren tissage s'ann ule. Dans les cas où NetLines bâtit de plus grands réseaux

que ceux construits par d'autres algorithmes, l'erreur de généralisation reste faible,

mon tran t que nos algorithmes constructifs ne présen ten t pas de phénomène de surap-

pren tissage.

Ce tra v ail ouvre de nouv elles p ersp ectiv es dans le domaine du dév elopp emen t

constructif de réseaux p our la classi�cation. P armi celles qui nous sem blen t promet-

teuses, nous p ouv ons citer :

� Construction des classi�eurs en arbre (comme Neur al T r e e ) en utilisan t Mini-

merror-L et/ou Minimerror-S comme algorithme d'en traînemen t des n÷uds.

� Construction d'un classi�eur h ybride qui com bine des h yp erplans et des h y-

p ersphères.

� Construction d'un réseau à plusieurs couc hes cac hées. Certains études mon-

tren t qu'un réseau à deux couc hes cac hées p eut être un meilleur appro ximateur

qu'un réseau à une seule couc he cac hée. Des études empiriques, dans le cadre

de la régression, mon tren t aussi que le nom bre d'unités croit exp onen tiellemen t

p our des réseaux à une couc he cac hée, mais p olynomialemen t dans un réseau

à 2 couc hes cac hées.
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Annexes A
Algorithmes

D a ns cette annexe nous présen tons le pseudo-co de de nos deux algorithmes d'appren-

tissage de p erceptrons linéaires Minimerror-L et sphériques Minimerror-S ; ainsi que

les trois heuristiques incrémen tales Monoplan, Netlines et Netsphères.

On rapp elle que l'ensem ble d'appren tissage L

�

= f

~

�

�

; �

�

g ; � = � 1 ; � = 1 ; � � � ; P

est comp osé de P exemples du t yp e en trée-sortie, et que les représen tations in ternes

�

�

et la sortie du réseau �

�

= � 1 son t binaires.
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Annexes A. Algorithmes

Algorithm 1 Minimerror-L

Require:

L

�

, N ; P

w

i

(

P

�

�

�

i

�

�

; i = 0 ; � � � ; N {Règle d'Hebb}

�

0

{P as du gradien t}

0 : 9 {F acteur de décroissance de � }

�

0

; {T emp érature initial}; � �

0

{Decrémen t de la temp érature}

	 (

�

+

�

�

{Rapp ort de temp ératures}

a {Condition d'arrêt}

�

M AX

{Maxim um de bruit}; I

M AX

{Maxim um d'itérations}

INITIALISA TION

t ( 0

�

+

(0) ( �

0

; � � ( t ) ( � �

0

~w

�

( ~w

�

�

( signe( ~w

�

�

~

�

�

) ; � = 1 ; � � � ; P

f

�

(

P

�

( �

�

� �

�

) = 2 {F autes}

�

�

( �

+

{T emp érature mémorisée de non c hangemen t du f

�

}

rep eat

t ( t + 1

�

+

( t ) ( �

+

( t ) + � � (t)

�

�

( �

+

( t ) = 	 {Véri�er toutes les t

0

itérations}

if ( �

+

( t ) < �

�

) then

� ( � � 0 : 9

else

�

�

( �

+

( t )

end if

� w

i

( � �

(

P



�

� 0

�

�

i

�

�

cosh

2

(

�

�



�

2

)

+

P



�

> 0

�

�

i

�

�

cosh

2

(

�

+



�

2

)

)

~w ( ~w + � ~ w

~w ( ~w = k ~w k

f (

P

�

( �

�

� �

�

) = 2 {F autes}

if ( f < f

�

) then

f

�

( f ; �

�

( �

+

( t ); ~w

�

( ~w ; � � ( t ) ( � �

0

else

� � ( t ) ( log( t + 1) � �

0

end if

un til ( t < I

M AX

ET �

�

> a= ET �

+

< �

M AX

)

Minimiser a v ec gradien t conjugué à la temp érature � = �

�

E

�

(  ; � ) =

P

�

1

2

(1 � tanh

� 

�

2

) + (

p

N + 1 � k ~w k )

2
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Algorithm 2 Minimerror-S

Require:

L

�

, N ; P

{Cen tre de gra vité et ra y on calculé a v ec l'exemple � de la classe opp osée} ~w

i

(0) =

1

P

�

P

� j �

�

= � 1

�

�

i

; i = 1 ; � � � ; N ; � (0) = min f

q

( ~w �

~

�

�

)

2

g

�

0

{P as du gradien t}; 0 : 9 {F acteur de décroissance de � }; � �

0

{Decrémen t de la

temp érature}; 	 (

�

+

�

�

{Rapp ort de temp ératures}; a {Condition d'arrêt}; �

M AX

{Maxim um de bruit}; I

M AX

{Maxim um d'itérations}

INITIALISA TION

t ( 0 ; � � ( t ) ( � �

0

; ~w

�

( ~w ; �

�

( signe( ~w

�

�

~

�

�

); � = 1 ; � � � ; P ;

f

�

(

P

�

( �

�

� �

�

) = 2; �

�

( �

+

rep eat

t ( t + 1

�

+

( t ) ( �

+

( t ) + � � (t); �

�

( �

+

( t ) = 	

Véri�er toutes les t

0

itérations :

if ( �

+

( t ) < �

�

) then

� ( � � 0 : 9

else

�

�

( �

+

( t ) ;

end if

� {a. Dé�nition euclidienne (4.33)}

� w

i

= +

�

2

(

P

�

�

� 0

( w

i

� �

�

i

)

cosh

2

(

�

�

�

�

2

)

�

�

+

P

�

�

> 0

( w

i

� �

�

i

)

cosh

2

(

�

+

�

�

2

)

�

�

)

� � = �

�

2

(

P

�

�

� 0

�

�

cosh

2

(

�

�

�

�

2

)

+

P

�

�

> 0

�

�

cosh

2

(

�

+

�

�

2

)

)

� {b. Dé�nition logarithmique (4.37)}

� w

i

= +

�

4

(

P

�

�

� 0

( w

i

� �

�

i

)

cosh

2

(

�

�

�

�

2

) k ~w �

~

� k

2

�

�

+

P

�

�

> 0

( w

i

� �

�

i

)

cosh

2

(

�

+

�

�

2

) k ~w �

~

� k

2

�

�

)

� � = �

�

4

(

P

�

�

� 0

�

�

� cosh

2

(

�

�

�

�

2

)

+

P

�

�

> 0

�

�

� cosh

2

(

�

+

�

�

2

)

)

~w ( ~w + � ~ w

f (

P

�

( �

�

� �

�

) = 2 {F autes}

if ( f < f

�

) then

f

�

( f ; �

�

( �

+

( t ); ~w

�

( ~w ; � � ( t ) ( � �

0

else

� � ( t ) ( log( t + 1) � �

0

end if

un til ( t < I

M AX

ET �

�

> a= ET �

+

< �

M AX

)
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Annexes A. Algorithmes

Algorithm 3 Monoplan

Require: L

�

h = 0

Mettre la classe à apprendre f �

�

h +1

= �

�

g ; � = 1 ; � � � ; P

rep eat

rep eat

Construire la couc he cac hée :

h ( h + 1

Connecter l'unité cac hée h aux N + 1 en trées

Apprendre l'ensem ble L ( f

~

�

�

; �

�

h

g

� =1 ; ��� ;P

a v ec Minimerror-L

Soit �

�

h

la sortie calculé de l'exemple � après l'appren tissage

Mettre les nouv eaux ob jetiv es à apprendre : f �

�

h +1

= �

�

h

�

�

h

g

� =1 ; ��� ;P

if ( h = 1 ET �

�

h +1

= 1; 8 � ) then

Stop { L est linéairemen t séparable}

end if

e

h

(

P

�

(1 � �

�

h +1

) = 2 ; {Compter le nom bre d'erreurs d'appren tissage}

un til ( e

h

> 0)

Apprendre la sortie :

Connecter l'unité de sortie aux h unités cac hées

Apprendre l'ensem ble de RI L ( f ~ �

�

( h ) ; �

�

g

� =1 ; ��� ;P

a v ec Minimerror-L

Soit �

�

la sortie �nale à l'exemple � après l'appren tissage;

Mettre f �

�

h +1

( �

�

�

�

g

� =1 ; ��� ;P

e

�

(

P

�

(1 � �

�

h +1

) = 2 {Compter le nom bre d'erreurs d'appren tissage}

un til ( h � H

max

ET e

�

> E

max

) {Condition d'arrêt}
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Algorithm 4 NetLines

Require: L

�

, N ; P

h = 0

Mettre la classe à apprendre f �

�

h +1

= �

�

g p our � = 1 ; � � � ; P

rep eat

rep eat

En traîner les unités cac hées :

h ( h + 1 {Connecter l'unité cac hée h aux N + 1 en trées}

Apprendre l'ensem ble L ( f

~

�

�

; �

�

h

g ; � = 1 ; � � � ; P a v ec Minimerror-L

Soit �

�

h

la sortie calculé de l'exemple � après l'appren tissage

Mettre les nouv eaux ob jectifs à apprendre : f �

�

h +1

= �

�

h

�

�

h

g

� =1 ; ��� ;P

if ( h = 1 ) then

{P our le premier neurone cac hé}

if ( �

�

h +1

= 1; 8 � ) then

Stop { L est linéairemen t séparable}

else

mettre �

�

h +1

= �

�

h

�

�

p our � = 1 ; � � � ; P ; aller à 1;

end if

end if

e

h

(

P

�

(1 � �

�

h +1

) = 2 ; {Compter le nom bre d'erreurs d'appren tissage}

un til ( e

h

> 0)

Apprendre la relation en tre les RI et les sorties :

Connecter le neurone de sortie aux h unités cac hées en traînées

Apprendre l'ensem ble de RI L ( f ~ �

�

( h ) ; �

�

g ; � = 1 ; � � � ; P a v ec Minimerror-L

Soit �

�

la sortie �nale à l'exemple � après l'appren tissage;

Mettre f �

�

h +1

( �

�

�

�

g

� =1 ; ��� ;P

e

�

(

P

�

(1 � �

�

h +1

) = 2 {Compter le nom bre d'erreurs d'appren tissage}

un til ( h = H

max

OU e � E

max

) ; {Condition d'arrêt}
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Algorithm 5 NetSphères

Require: L

�

, N ; P

h = 0

Mettre la classe à apprendre f �

�

h +1

= �

�

g p our � = 1 ; � � � ; P

rep eat

rep eat

En traîner les unités cac hées sphériques :

h ( h + 1 {Connecter l'unité cac hée h aux N + 1 en trées}

if ( h = 1) then

~w

1

=

1

P

�

P

� j �

�

= � 1

�

�

i

else

~w

h

=

~

�

�

j �

�

h � 1

6= �

�

h � 1

end if

Apprendre l'ensem ble L ( f

~

�

�

; �

�

h

g ; � = 1 ; � � � ; P a v ec Minimerror-S

Soit �

�

h

la sortie calculé de l'exemple � après l'appren tissage

Mettre les nouv eaux ob jetiv es à apprendre : f �

�

h +1

= �

�

h

�

�

h

g

� =1 ; ��� ;P

if ( h = 1 ) then

{P our le premier neurone cac hé}

if ( �

�

h +1

= 1; 8 � ) then

Stop { L est séparable}

else

mettre �

�

h +1

= �

�

h

�

�

p our � = 1 ; � � � ; P ; aller à 1;

end if

end if

e

h

(

P

�

(1 � �

�

h +1

) = 2 ; {Compter le nom bre d'erreurs d'appren tissage}

un til ( e

h

> 0)

Apprendre la relation en tre les RI et les sorties :

Connecter le neurone de sortie aux h unités cac hées en traînées

Apprendre l'ensem ble de RI L ( f ~ �

�

( h ) ; �

�

g ; � = 1 ; � � � ; P a v ec Minimerror-L

Soit �

�

la sortie �nale à l'exemple � après l'appren tissage;

Mettre f �

�

h +1

( �

�

�

�

g

� =1 ; ��� ;P

e

�

(

P

�

(1 � �

�

h +1

) = 2 {Compter le nom bre d'erreurs d'appren tissage}

un til ( h = H

max

OU e � E

max

) ; {Condition d'arrêt}
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Annexes B
La con v ergence de NetLines

D a ns cette annexe, nous allons mon trer une solution particulière à la stratégie

d'appren tissage de NetLines. Cette solution est bâtie de manière telle que le cardinal

d'un sous-ensem ble con v exe d'exemples bien appris, L

h

, grandit de façon monotone

a v ec l'addition d'unités cac hées. Comme ce cardinal ne p eut pas être plus grand

que le nom bre total d'exemples d'appren tissage, l'algorithme doit s'arrêter a v ec un

nom bre �ni d'unités cac hées.

On supp ose que h unités cac hées on t été a joutées au réseau et que le neurone

de sortie fait encore des erreurs de classi�cation sur les exemples de L

�

, (erreurs

d'appren tissage). P armi ces exemples mal appris, soit � l'exemple le plus pro c he

de l'h yp erplan normal à ~w

h

, ci-après h yp erplan- h . On dé�nit L

h

le sous-ensem ble

d'exemples (correctemen t appris) placé en tre l'h yp erplan- h et l'exemple

~

�

�

. Les

exemples 2 L

h

on t 0 < 

h

< j 

�

h

j . Le sous-espace L

h

et au moins l'exemple � son t

bien appris si l'unité cac hée, h + 1 , a les p oids :

~w

h +1

= �

�

h

~w

h

� (1 � �

h

) �

�

h

( ~w

h

�

~

�

�

) ^ e

0

(B.1)

où ^e

0

� (1 ; 0 ; � � � ; 0) . Les conditions que tous les deux L

h

et l'exemple � aien t des

stabilités p ositiv es ( i.e. correctemen t appris) imp osen t que :

0 < �

h

< min

� 2 L

h

j 

�

h

j � 

�

h

j 

�

h

j

(B.2)

Les p oids suiv an ts en tre les unités cac hées et la sortie p euv en t donner la sortie

correcte à l'exemple � et aux exemples L

h

:

W

0

( h + 1) = W

0

( h ) + �

�

(B.3)

W

i

( h + 1) = W

i

( h ) f or 1 � i � h (B.4)

W

h +1

( h + 1) = � �

�

(B.5)
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Annexes B. La con v ergence de NetLines

Alors, car d ( L

h +1

) � car d ( L

h

) + 1 . Comme le nom bre d'exemples 2 L

h

augmen te de

façon monotone a v ec h , la con v ergence est garan tie a v ec moins de P unités cac hées.
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Annexes C
Algorithmes incrémen taux

D a ns cette annexe nous présen tons en pseudo-co de quelques algorithmes incré-

men tales p our la classi�cation. P our tous ceux-là, l'ensem ble d'appren tissage L

�

= f

~

�

�

; �

�

g ; � = � 1 ; � = 1 ; � � � ; P est comp osé de P exemples du t yp e en trée-

sortie, les représen tations in ternes RI par �

�

et la sortie du réseau �

�

= � 1 . Nous

a v ons indiqué p our c hacune des métho des, l'algorithme d'appren tissage des unités

individuelles utilisé par leurs auteurs.

C.1 L'algorithme Tiling

Algorithme prop osé par Mézard et Nadal [68].

Algorithm 6 Tiling

1. Début. Couc he L = 1

2. Mettre h = 0 . En traîner l'unité maîtresse �

L; 0

a v ec un algorithme comme

p o cket sur L

�

.

3. T ous les exemples son t-ils bien classés ?, si oui aller à 9.

4. F aire h = h + 1 p our a jouter une unité auxiliaire �

h

L

qui v a corriger les exemples

mal classées par l'unité �

L; 0

5. Calculer les RI ~ �

L

= ( �

�

L; 0

; �

�

L; 1

; � � � ; �

�

L;h

) � = 1 ; � � � ; P .

6. T outes les RI son t-elles �dèles ? sinon aller à 4.

7. Ajouter une nouv elle couc he :

faire L = L + 1 . Apprendre l'ensem ble L = f ~ �

�

L � 1

; �

�

g ; � = 1 ; � � � ; P (La couc he

L est construite en considéran t comme en trées, les sorties de la couc he L � 1 ).

8. Aller à 2.

9. Fin.
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C.2 Se quential L e arning

L'algorithme Se quential L e arning a été crée par de Marc hand et al. [65].

Algorithm 7 Sequen tial Learning

1. Commencer a v ec une seule unité. Mettre deux compteurs p = P ; h = 1 p our

quan ti�er le nom bre d'exemples non appris et le nom bre d'unités cac hées.

2. Appren tissage. L'unité cac hée h est en traîné sur les p exemples.

3. Réduire l'ensem ble d'appren tissage. Les p

h

a v ec �

�

= � 1 exemples qui on t été

correctemen t classés son t enlev és de l'ensem ble d'appren tissage. F aire p = p

h

. Si

tous les p exemples on t le même �

�

, aller à 5.

4. Insérer une nouv elle unité. Geler les p oids de l'unité h , a jouter une nouv elle

unité connecté à toutes les en trées. F aire h = h + 1 . Aller à 2

5. Connecter l'unité de sortie � .

6. Apprendre la sortie a v ec l'algorithme du p erceptron.

7. FIN

C.3 L'algorithme Casc ade Corr elation

L'algorithme Casc ade Corr elation a été crée par F ahlman et Lebière [29 ].

Algorithm 8 Casc ade Corr elation

1. Commencer a v ec un p erceptron simple a v ec des p oids c hoisis au hasard. En-

traîner jusqu'à une p erformance c hoisi a v ec l'algorithme quickpr op . Si la p erfor-

mance est trouv ée, aller à 5, autremen t a jouter des unités cac hées une à une.

2. Une queue d'unités candidates est générée. Chaque unité fera une rec herc he

dans l'espace de p oids. Cette queue p ermettra de dimin uer le risque d'insérer une

unité attrap ée dans un minim um lo cal. Chaque unité candidat est en traîné p our

maximiser la corrélation en tre sa sortie et la signal d'erreur résiduelle du réseau.

3. Insérer l'unité. L'unité candidate a v ec le score plus haut est inséré dans le

réseau. On gèle ses p oids. La nouv elle unité est connectée à la sortie a v ec des

p oids aléatoires.

4. En traîner le réseau. L'unité de sortie est en traînée en calculan t tous ses p oids.

Si la p erformance est satisfaisan te, aller a 5, autremen t aller à 2.

5. STOP
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C.4 L'algorithme O�set

Cet algorithme a été crée par Martinez et Estèv e [64].

Algorithm 9 O�set

Couc he cac hée 1 :

1. F aire h = 0

Rep eter

� Connecter le neurone h aux N + 1 en trées

� Apprendre l'ensem ble L

�

a v ec l'algorithme p o cket

� Soit �

�

h

la sortie calculé de l'exemple � après l'appren tissage

� Mettre les nouv eaux ob jectiv es à apprendre : �

�

= �

�

� �

�

(Les erreurs faites

par l'unité H son t transformées en �

�

= +1 et les exemples bien appris en

�

�

= � 1 , a v ec � dé�ni comme la fonction b o oléenne OU-exlusif ).

� Si il n'y a plus d'erreurs aller à la couc he cac hée 2

T andis qu'il y ait des erreurs d'appren tissage.

Couc he cac hée 2 :

L'algorithme O�set réduit n'imp orte quelle fonction binaire à un problème de la

parité à dimension h , en calculan t les p oids de façon géométrique p our donner la

sortie correcte.

Créer h unités cac hés binaires.

Soit P

h

le nom bre des RI distinctes ; alors :

� Si P

h

= 2

h

on a le problème de la parité complet.

� Si P

h

< 2

h

on a la parité incomplète, on p eut donc e�acer des unités redon-

dan tes en gardan t la �délité des RI.
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C.5 L'algorithme Upstart

L'algorithme Upstart a été crée par F rean [31].

Algorithm 10 Upstart

1. Apprendre l'ensem ble L

�

a v ec un p erceptron, qui sera l'unité mère Z.

2. T ester. Si tous les exemples son t bien classées alors STOP .

3. Si ( �

�

Z

6= �

�

) p our au moins un exemple � , alors de façon recursiv e, in tercaler

deux neurones X et Y en tre les en trées et l'unité mère :

� Enseigner à X

8

<

:

�

�

= +1 si �

�

= � 1; �

�

Z

= +1 (W ON)

�

�

= � 1 autremen t

� Enseigner à Y

8

<

:

�

�

= +1 si �

�

= +1; �

�

Z

= � 1 (W ON)

�

�

= � 1 autremen t

Apprendre la sortie à Z a v ec l'algorithme P ock et .

L'unité X devienne une unité mère

L'unité Y devienne autre unité mère

Aller à 2.

C.6 Arbre neuronal

Il y a deux v ersions d'arbres : de décision [6] ou neuronaux [87, 30 ]. Nous allons

décrire un arbre neuronal binair e , où c haque no eud t p eut être terminal (feuille as-

so ciée à une classe � = � 1 ) ou un sous-arbre (n÷ud in terne a v ec deux n÷uds �ls :

gauc he et droite). Chaque n÷ud est asso cié à un neurone, mais plusieurs n÷uds

p euv en t être asso ciés à une même classe.

Construction de l'arbr e . Soit L

�

l'ensem ble d'appren tissage. Soien t L ( t ) l'ensem ble

d'appren tissage p our le n÷ud t et �

t

un neurone asso cié à t si celui-ci n'est pas une

feuille ou bien une étiquette � 1 dans le cas con traire.

Classi�c ation. La classe d'un exemple

~

�

�

p eut être établie par :
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C.6. Arbre neuronal

Algorithm 11 Arbre neuronal. Construction

Require:

L

�

, N ; P

t ( r acine et L ( t ) ( L

�

SI ( L ( t ) = 0) alors STOP

En traîner le neurone �

t

à séparer L ( t ) en deux sous ensem bles :

L

�

( t ) où la sortie de �

t

= � 1 et L

+

( t ) où la sortie de �

t

= +1

Ajouter à t un n÷ud gauc he t

�

:

� SI L

�

( t ) con tien t seulemen t exemples de la classe � = � 1 , alors t

�

est une

feuille, a v ec L ( t

�

) = 0 ;

� SINON sera un n÷ud in terne a v ec L ( t

�

) = L

�

( t ) .

Ajouter à t un n÷ud droite t

+

:

� SI L

+

( t ) con tien t seulemen t exemples de la classe � = +1 , alors t

+

est une

feuille, a v ec L ( t

+

) = 0 ;

� SINON sera un n÷ud in terne a v ec L ( t

+

) = L

+

( t ) .

Rép éter le même algorithme p our t

�

et t

+

; commençan t par le pas 2.

Algorithm 12 Arbre neuronal. Classi�cation

Require:

~

�

�

1. Soit t = r acine

2. Si le n÷ud t est une feuille, alors la classe de

~

�

�

est donné par la classe asso cié

à ce n÷ud, sinon :

� SI �

t

(

~

�

�

) = � 1 alors t = t

�

� SINON t = t

+

3. Aller à 2.
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C.7 R estricte d Coulomb Ener gy (R CE)

Cet algorithme a été crée par Co op er et al. [80 ].

Algorithm 13 Restricted Coulom b Energie

1. Présen ter le premier exemple f

~

�

1

; �

1

g . Créer un neurone cac hé G

1

et un neurone

de décision H

1

, a v ec des paramètres ~w

1

=

~

�

1

et ra y on d'in�uence �

0

.

La sortie de G

1

=

8

<

:

1 si

P

i

k

~

�

1

i

� ~w

1

i

k

2

� �

0

0 autremen t

Connecter le neurone H

1

à la sortie de G

1

par un p oids de 1.

Sortie de H

1

=

8

<

:

1 si

P

i

~

�

i

� 1 ) � = 1

0 autremen t � = � 1

2. Présen ter un deuxième exemple f

~

�

2

; �

2

g . On v a tom b er sur l'une des quatre

situations suiv an tes :

� a)

~

�

2

2 classe � = +1 . On activ e la sortie de G

1

, la sortie de H

1

v aut donc

1 : la classi�cation est correcte, rien à faire.

� b)

~

�

2

2 classe � = +1 mais n'activ e pas le neurone G

1

, donc H

1

= 0

: l'exemple n'a pas été reconn u. Ra jouter une unité cac hée G

2

, a v ec des

paramètres ~w

2

= �

2

, ra y on d'in�uence �

0

. Connecter le neurone H

1

à la

sortie de G

2

par un p oids de 1.

� c)

~

�

2

2 classe � = � 1 , mais la sortie de H

1

v aut donc 0 : classe inconn ue.

Créer une unité G

2

et une autre H

2

, a v ec des paramètres : ~w

2

= �

2

, Ra y on

d'in�uence �

0

Connecter le neurone H

2

à la sortie de G

2

par un p oids de 1.

� d)

~

�

2

2 classe � = � 1 , mais le réseau lui donne la classe � = +1 . Il activ e le

neurone G

1

et donc de H

1

. Il faut créer une unité G

2

et une autre H

2

p our

la nouv elle classe mais aussi limiter les ra y ons d'in�uence :

~

�

2

ne devra pas

activ er G

1

ni H

1

, �

1

� k

~

�

2

� ~w

1

k . �

2

� k

~

�

2

� ~w

2

k .

3. Rép éter les pas 1 et 2 autan t de fois qui soien t nécessaires p our bien classer

tous les exemples.
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Annexes D
Décomp osition en biais et v ariance

Récemmen t il y a eu une grande activité sur le thème du biais et de la v ariance :

[40, 34, 11 , 25, 93, 58 ], mais il n'existe pas un consensus général. En grande partie

parce qu'on ne p eut pas traiter un problème d'appro ximation où la mesure d'erreur

est con tin ue, comme par exemple :

e (

~

�

�

) = ( �

�

� �

�

)

2

(D.1)

comme un problème de classi�cation, où la mesure d'erreur est une fonction de

Hea viside (2.8). D'après la littérature, il est p ossible de séparer les dé�nitions en

celles [11, 25, 93, 58] qu'essaien t de faire une décomp osition de biais + v ariance à

la façon (D.4) et l'appro c he due à F riedman [34], qui mon tre que le biais et la

v ariance suiv en t une forte in teraction de façon assez di�éren te en classi�cation qu'en

appro ximation.

D.1 Cas de la régression

Geman et al. on t calculé le biais et la v ariance p our des problèmes d'appro ximation

de fonctions. Soit L

�

un ensem ble d'appren tissage où :

�

�

= f (

~

�

�

) + �

�

(D.2)

L'ob jectif est de construire un mo dèle de la fonction f (

~

� ) en utilisan t les exemples

de l'ensem ble L

�

. Si on désigne par

^

f (

~

� ; L ) l'estimation obten ue en en traînan t

un algorithme sur L

�

, une estimation p ossible de

^

f (

~

� ; L ) est l'erreur quadratique

mo y enne sur le p oin t

~

� :

e (

~

� ) = h ( f (

~

� ) �

^

f (

~

� ; L ))

2

i

L

(D.3)
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où h� � � i

L

représen te l'esp érance sur l'ensem ble L

�

. Compte ten u du fait que la

fonction f est inconn ue, la v aleur (D.3) ne p eut pas être calculée directemen t.

Soien t �

�

= f (

~

�

�

) la vraie fonction à appro ximer, �

�

=

^

f (

~

�

�

; L ) l'estimation

obten ue en utilisan t L

�

, et f (

~

�

�

) = h � j

~

�

�

i , le tout dép endan t de

~

�

�

qu'on ne l'écrit

plus. Alors, si on utilise la mesure d'erreur (D.3) mo y ennée sur plusieurs ensem bles

d'appren tissage L

�

i

; i = 1 ; � � � ; l , on p eut calculer :

h ( f �

^

f )

2

i = h ( f � h

^

f i + h

^

f i �

^

f )

2

i

= h ( f � h

^

f i )

2

i + h ( h

^

f i �

^

f )

2

i + 2 h ( f � h

^

f i ) � ( h

^

f i �

^

f ) i

alors, l'erreur d'appro ximation (D.3) sur le p oin t

~

� p eut être décomp osée comme :

h ( f �

^

f )

2

i =

h

f � h

^

f i

i

2

| {z }

( biais )

2

+ h

h

^

f � h

^

f i

i

2

i

| {z }

� = v ar iance

(D.4)

Le premier terme est le carré du biais et renseigne sur l'écart en tre la v aleur de

la fonction f év aluée au p oin t

~

� et la v aleur donnée par l'estimateur

^

f mo y ennée sur

tous les l ensem bles d'appren tissage p ossibles. Le deuxième terme corresp ond à la

varianc e � , qui mesure la sensibilité de l'estimateur

^

f face au c hoix d'un ensem ble

d'appren tissage particulier L

�

i

.

Comme on a du bruit � , si l'estimation fournie par

^

f (

~

�

�

) passe par tous les P

p oin ts de l'ensem ble L

�

, on aura :

h

^

f (

~

�

�

) i = h f (

~

�

�

) + �

�

i = f (

~

�

�

) (D.5)

h (

^

f (

~

�

�

) � h f (

~

�

�

) i )

2

i = h ( f (

~

�

�

) + �

�

� f (

~

�

�

))

2

i = h ( �

�

)

2

i (D.6)

Le biais de

^

f est n ul et � égal à celle du bruit. Cette situation (ou in terp olation)

corresp ond à un sur-appr entissage , et il faut l'éviter. L'estimateur

^

f appro c he mal

la fonction cible f . Si on lisse l'estimateur

^

f (ce qui corresp ond à éliminer certains

degrés de lib erté), ceci p eut améliorer l'appro ximation, car on a réduit la v ariance.

Cep endan t, si on le lisse trop, certains détails risquen t d'être p erdus, ce qui implique

une augmen tation du terme de biais, qui en traîne à son tour une augmen tation de

l'erreur. D'après l'équation (D.4), on v oit que quand le biais et la v ariance son t tous

deux n uls,

^

f = f . Ceci est la situation optimale, ou le réseau mo délise parfaitemen t

la fonction f . En réalité comme on ne disp ose que d'un ensem ble �ni d'exemples on

p ourra faire seulemen t une b onne appro ximation, don t le biais et la v ariance seron t

p etits. La question de commen t trouv er le meilleur compromis reste malgré tout

ouv erte.
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D.2. Cas de la classi�cation

D.2 Cas de la classi�cation

Dans les problèmes de classi�cation ( � = � 1 ) l'expression (D.2) n'est pas tout à fait

correcte, parce que le bruit �

�

p ourrait ne pas être négligeable par rapp ort à �

�

et

c hanger la v aleur de �

�

à � �

�

. Le bruit se présen te ici plutôt dans les en trées

~

�

�

.

Soit un problème de classi�cation à deux classes � = � 1 , et soit � = f (

~

� ) = � 1 ,

la v r aie classe de

~

� . Soit �

i

(

~

� ) la classe de

~

� estimée a v ec l'ensem ble d'appren tissage

L

�

, i = 1 ; � � � ; l . Soit :

f

+

(

~

� ) =

1

l

l

X

i =1

�( �

i

(

~

� )) =

1

l

l

X

i =1

�( �

i

(

~

� ) = 1) (D.7)

la fraction des mac hines qui estimen t que la classe de

~

� est 1 . Si on classe

~

� a v ec un

c omité de machines

1

:

^

� (

~

� ) =

(

+1 si f

+

(

~

� ) >

1

2

� 1 autremen t

(D.9)

Alors, l'erreur de généralisation (erreur de prédiction) p our l'exemple

~

� v a être :

"

g

(

~

� ) = P ( � = +1) � P (

^

� = � 1) + P ( � = � 1) � P (

^

� = +1) (D.10)

Si on supp ose que f

+

(

~

� ) est une v ariable gaussienne de mo y enne f

+

et de v ariance

�

2

+

(la dép endance en

~

� est omise), alors :

P ( f

+

) =

1

p

2 � �

+

exp

�

�

( f

+

� f

+

)

2

2 �

2

+

�

(D.11)

1

Un c omité de machines est un ensem ble de L réseaux (classi�eurs)

^

f

l

; l = 1 ; � � � ; L . On prend

la sortie du comité sur le p oin t

~

� ,

^

f

C O M

(

~

� ) comme la mo y enne des sorties des réseaux qui formen t

le comité, sur ce p oin t :

^

f

C O M

(

~

� ) = �

 

1

L

L

X

l =1

^

f

l

(

~

� )

!

(D.8)

133



Annexes D. Décomp osition en biais et v ariance

Or, en utilisan t (D.9) et (D.11), la probabilité que

^

� soit égal à -1 est :

P (

^

� = � 1) = P ( f

+

<

1

2

) (D.12)

=

1

2

Z

�1

P ( f

+

) d f

+

(D.13)

= 1 �

+ 1

Z

1

2

P ( f

+

) d f

+

(D.14)

= 1 �

+ 1

Z

1

2

d f

+

p

2 � �

2

+

exp

�

�

( f

+

� f

+

)

2

2 �

2

+

�

(D.15)

Si on prend : u = ( x � f

+

) =�

+

alors du = dx=�

+

, et u ( x =

1

2

) = (

1

2

� f

+

) =�

+

,

d'où, on aura :

P (

^

� = � 1) = 1 �

1

p

2 �

1

Z

(

1

2

� f

+

) =�

+

e

� u

2

= 2

du (D.16)

Et �nalemen t :

P (

^

� = � 1) = 1 � �

 

1

2

� f

+

�

+

!

= �

 

� (

1

2

� f

+

)

�

+

!

(D.17)

en utilisan t le fait que :

� ( � u ) = 1 � � ( u ) (D.18)

De façon analogue, et en suiv an t un raisonnemen t similaire, p our P (

^

� = +1) on

aura :

P (

^

� = +1) = p ( f

+

>

1

2

)

= �

 

1

2

� f

+

�

+

!

(D.19)

De (D.17) et (D.19), l'erreur de généralisation sur le p oin t

~

� , est :

"

g

(

~

� ) = p ( � = 1) � �

 

�

1

2

� f

+

�

+

!

+ p ( � = � 1) � �

 

1

2

� f

+

�

+

!

(D.20)

= �

"

signe( f �

1

2

) �

 

f

+

�

1

2

�

+

!#

(D.21)
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D.2. Cas de la classi�cation

f étan t la vr ai probabilité que � = 1 .

Main tenan t l'erreur de généralisation "

g

dép end de la vraie probabilité f et de

f

+

à tra v ers :

B( f ; f

+

) = sign(

1

2

� f )( f

+

�

1

2

) (D.22)

Si �

2

+

> 0 , l'erreur "

g

(

~

� ) (D.21) est une fonction monotone et croissan te de B

(D.22), qu'on app ellera le biais à la fr ontièr e . Alors, f

+

et �

2

+

a�ecten t la classi�ca-

tion de façon très di�éren te que dans les problèmes d'appro ximation. Etan t donné

�

2

+

, l'erreur d'appro ximation (D.4) est prop ortionnelle à la distance ( f � f

+

)

2

, tandis

que, en classi�cation, la dép endance est seulemen t à tra v ers le signe de ( f �

1

2

) . A

partir de cela, deux situations p euv en t se présen ter :

� Si B < 0 l'erreur de classi�cation décroît si on augmen te j f �

1

2

j indép endam-

men t de l'estimation du biais ( f � f

+

)

2

.

� Si B > 0 l'erreur de classi�cation augmen te a v ec la distance en tre f

+

et

1

2

.

D'un autre côté, étan t donné f

+

, p our les problèmes de régression, l'erreur (D.4)

est prop ortionnelle à �

2

+

, mais p our la classi�cation l'e�et de �

2

+

dép end surtout du

signe de B :

� Si ( B < 0 ) l'erreur de classi�cation décroît si on décroît �

2

+

(mais non de façon

linéaire).

� Si ( B > 0 ) l'erreur de classi�cation augmen te si on dé cr oît �

2

+

Ce qu'il faut retenir de cette discussion c'est que p our les problèmes de régres-

sion, de faibles v ariances �

2

+

ne donnen t pas forcemen t de faibles "

g

, car le carré

du biais p eut être grand. En ce qui concerne la classi�cation, �

2

+

= 0 corresp ond à

a v oir une classi�cation optimale si B < 0 , mais à une erreur maximale si B > 0 . En

appro ximation, la dép endance de l'erreur par rapp ort à f

+

et �

2

+

est additive , tandis

qu'en classi�cation il y a une forte inter action non liné air e : l'in�uence du biais à

la fron tière p eut être attén uée si �

2

+

est p etite, et en même temps, l'in�uence de �

2

+

dép end du signe du biais. P our la classi�cation donc, �

2

+

! 0 est imp ortan t mais

le carré du biais ne l'est pas [34 ] (on dit que la v ariance tend à dominer le biais) :

il est su�san t que f

+

et f soien t du même côté par rapp ort à

1

2

(étan t donné que

B < 0 ), et alors on p eut réduire "

g

en réduisan t seulement la v ariance �

2

+

.

D'autres auteurs (Dietteric h et K ong [25 ], Breiman [11 ], Tibshirani [93] et K oha vi

et W olp ert [58]) essaien t de faire une décomp osition du biais + v ariance similaire à

(D.4), mais de ceci résulten t parfois des mesures de v ariance négativ es [11, 25] ou

des expressions qui ne p ermetten t pas de faire une décomp osition additiv e [93].
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